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Содержание предыдущей лекций

Формула Байеса: P(A|B) =
P(B|A)P(A)

P(B)
;

Формула полной вероятности: P(B) = P(B|A)P(A) + P(B|A)P(A);
Определение априорных вероятностей и selection bias;

Тестирование гипотез

Ошибка первого рода и мощность критерия;

Критическая область и как ее определить;

Проблема множественного тестирования гипотез

Проблема ложных открытий при независимом одновременном

тестировании множества гипотез;

FWER и FDR как обобщения вероятности ошибки первого рода;

Поправка Бонферрони как консервативное средство контроля FWER;

Поправка Бенджамини-Хохберга для контроля FDR для

положительно регрессионно зависимых гипотез;

Зависимость формы классификатора от функции полезности.

2 / 9



Наивный байесовский классификатор

Пусть имеется K классов C = {C1, . . . , CK} и x ∈ R
n.

Требуется построить классификатор f(·) : R
n → C.

p(Ck|x) =
p(Ck)p(x|Ck)

p(x)
∝ p(Ck)p(x|Ck).

p(Ck)p(x|Ck) = p(Ck)p(x1|Ck)p(x2|x1, Ck) · . . . · p(xn|x1, . . . , xn−1, Ck).

«Наивность»: p(xi|x1, . . . , xi−1, Ck) = p(xi|Ck).

p(Ck|x) =
p(Ck)

∏n
i=1 p(xi|Ck)

p(x)
.

Классификатор: f(x) = argmax
k

(

p(Ck)
n∏

i=1

p(xi|Ck)

)

.

Вопросы:

Как определить p(Ck) и p(xi|Ck)?

Насколько плоха «наивность», и зачем она вводится?

Почему классификатор такого вида?
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Наивный байесовский классификатор: продолжение

Вопрос: как определить p(Ck) и p(xi|Ck)?

1 Определяем p(Ck) частотно по выборке, а для p(xi|Ck) строим
параметрическую модель и используем ML-оценки ее параметров по
выборке;

2 Аналогично п.1, но используем непараметрическое оценивание
плотностей;

3 Вводим априорное распределение на вектор вероятностей

[p(C1), . . . , p(CK)]
T
, параметрическую модель на p(xi|Ck) с

неизвестыми параметрами, и априорное распределение на
параметры моделей.

Вопрос: насколько плоха «наивность», и зачем она вводится?
Пример: K = 2,

p(x|C1) = N

(

0,

(
1 0
0 1

))

, p(x|C2) = N

(

0,

(
1 1
1 1

))

.
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Наивный байесовский классификатор: продолжение

Пример. Классификация пользователей по интересующему атрибуту
(например, полу, возрасту, достатку, интересу к некоторому товару) по
истории x переходов между веб-страницами.
Предположение: переходы между страницами для каждого класса Ck

описываются марковской цепью с некоторыми вероятностями перехода
(разными для разных классов) между состояниями (веб-страницами).

1

0 21
3

1
2

1
3

1
3

1
2 1

2
1
2

p(Ck|x) =
p(Ck)p(x|Ck)

p(x)
∝

p(Ck)p(x|Ck).

p(Ck)p(x|Ck) = p(Ck)p(x1|Ck)p(x2|x1, Ck) · . . . · p(xn|x1, . . . , xn−1, Ck) =
p(Ck)p(x1|Ck)p(x2|x1, Ck) · . . . · p(xn|xn−1, Ck).

Вопрос: как оценить p(x1|Ck), p(Ck) и p(xi|xi−1, Ck) ?
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Наивный байесовский классификатор: продолжение

Классификатор:

f(x) = argmax
k

p(Ck|x) = argmax
k

(

p(Ck)

n∏

i=1

p(xi|Ck)

)

.

Вопрос. Пусть p(Ck|x) известна точно. Какой классификатор
оптимален?

Пусть K = 2 и P =

(
p11 p12
p21 p22

)

есть матрица штрафа.

Пример 1. p11 = p22 = 0, p12 = 0, p21 = 1;
Пример 2. p11 = p22 = 0, p12 = 1, p21 = 1;
Пример 3. p11 = p22 = 0, p12 = 1, p21 = 10;
Пример 4. p11 = −1, p22 = −100, p12 = 1, p21 = 1.
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Экспоненциальное семейство распределений

Распределение p(x) в экспоненциальном семействе, если плотность
вероятности (функция вероятности) представима в виде

p(x|Θ) =
1

Z(Θ)
h(x) exp(Θ

T
u(x)).

Распределение Плотность u(x) Θ Z(Θ)

Be(p) p
x
(1 − p)

1−x
x log

p

1 − p

1

1 − p

Poison(λ)
λx

x!
e
−λ

x log λ e
λ

Γ(α, β)
βαxα−1e−βx

Γ(α)
[log x, x] [α, −β]

Γ(α)

βα

B(α, β)
Γ(α + β)

Γ(α)Γ(β)
x
α−1

(1 − x)
β−1

[log x, log(1 − x)] [α, β]
Γ(α)Γ(β)

Γ(α + β)

Dir(α)
Γ(

∑
αi)

∏
j Γ(αj)

∏

i

p
αi−1
i

[log pi] α

∏
j Γ(αj)

Γ(
∑

αi)

N(m, Σ
−1

)

√
detΣ

(2π)n/2
e
−

1
2
(x−m)

T
Σ(x−m)

[x, xx
T
] [Σm,− 1

2
Σ]

(2π)n/2e
−

1
2
m

T
Σm

√
detΣ

Пример: p(x) =
1√
2πσ

e−
1

2σ2 (x−m)2 =
1

√
2πσe

m2

2σ2

︸ ︷︷ ︸

Z(Θ)

e

u1(x)
︷︸︸︷
x ·

θ1
︷︸︸︷
m
σ2 +

u2(x)
︷︸︸︷

x2

θ2
︷︸︸︷
−1
2σ2 ,

Z(Θ) =
√

−π/θ2e−
θ21
4θ2 .
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Экспоненциальное семейство распределений.

Достаточные статистики.
Статистика T (x) называется достаточной относительно параметра
Θ, если p(x|T (x) = t, Θ) = p(x|T (x) = t).

Пример: p(x|Θ) =
1

Zn(Θ)
exp(θ1

n∑

i=1

xi + θ2

n∑

i=1

x2i ).

Теорема Фишера-Неймана о факторизации. T (x) достаточна
относительно параметра Θ ⇐⇒ p(x|Θ) = h(x)g(Θ, T (x)).

Экспоненциальное семейство: p(x|Θ) = 1
Z(Θ)h(x) exp(Θ

T
u(x)).

Свойство: Eu(x) = ∇ logZ(Θ), Eůů
T
= ∇∇ logZ(Θ).

Пример (нормальное распределение): Z(Θ) =
√

−π/θ2e−
θ21
4θ2 .

Eu1(x) = Ex = − θ1
2θ2

= m, Ex2 =
θ21
4θ22

− 1
2θ2

= m2 + σ2;

Eů21 = Dx2 = 1
2θ22

− θ21
2θ32

= 2σ4 + 4m2σ2.

Пример (гамма-распределение): p(x) = βα

Γ(α)x
α−1e−βx.

logZ(Θ) = log Γ(α)
βα = log Γ(θ1)− θ1 log(−θ2);

E log x = Γ
′
(θ1)

Γ(θ1)
− log(−θ2) = ψ(α) − log β; Ex = − θ1

θ2
= α

β
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