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Обобщенная задача восстановления зависимости в
линейном пространстве наблюдений

Дано:
x ∈ Rn — объекты реального мира
y = f (x) : Rn → Y — неизвестная зависимость
Найти:
ŷ = f̂ (x), Rn → Y
ŷ ≈ y
Частные случаи:

Y = R оценивание регрессионной зависимости: Rn → R
Y = {−1, 1} бинарная классификация: Rn → {−1, 1}
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Обобщенная линейная модель (Generalized Linear Model)

z (x|a, b) = aTx + b : Rn → R — обобщенная линейная модель
зависимости
q (y , z) : Y× R → R+ — функция связи (штрафа, потерь, loss),
выпуклая по z ∈ R
ŷ (x|a, b) = argmin

y∈Y
q (y , z (x|a, b)) — решающее правило

Частные случаи:

Регрессия: q (y , z) = (y − z)2

Классификация (бинарная): выпуклая функция, удовлетворяющая
следующим свойствам lim

z→−∞
q(y = +1, z) = ∞,

lim
z→∞

q(y = +1, z) = 0, lim
z→−∞

q(y = −1, z) = 0,

lim
z→∞

q(y = −1, z) = ∞.

Логистическая регрессия: q (y , z) = ln

(︂
1 +

1
eyz

)︂
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Общепринятый принцип обучения по прецедентам:
Минимум регуляризованного эмпирического риска

Множество прецедентов: {(xj , yj), j = 1 . . . ,N}
Нужно найти параметры линейной модели: a ∈ Rn, b ∈ R.
Критерий: минимум потерь в пределах обучающей совокупности.
Эмпирический риск на обучающей совокупности вместо среднего
риска по всем объектам реального мира.

EmpR(a, b) =
N∑︁
j=1

q
(︁
yj , aTxj + b

)︁
→ min

Однако, если n > N, то существует континуум точек минимума
(a, b) ∈ Rn+1
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Минимум регуляризованного эмпирического риска

Ридж регуляризация, γ > 0

J(a, b) = γaTa +
N∑︁
j=1

q
(︁
yj , aTxj + b

)︁
Селективная регуляризация µ > 0

J(a, b|µ) = γ

n∑︁
i=1

(︂
2µ|ai |, |ai | 6 µ

µ2 + a2
i , |ai | > µ

)︂
+

N∑︁
j=1

q
(︁
yj , aTxj + b

)︁
При увеличении параметра селективности µ, коэффициенты при
«лишних» признаках, мало способствующих уменьшению
эмпирического риска, стремятся к нулю.
В результате имеем малое подмножество активных признаков:
I(µ) = {i : ai ̸= 0} ⊆ {1, . . . , n}
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Двойственная формулировка и численное решение
задачи минимизации эмпирического риска⎧⎪⎨⎪⎩γ

n∑︀
i=1

(︃
2µ|ai |, |ai | 6 µ

µ2 + a2
i , |ai | > µ

)︃
+

N∑︀
j=1

q (yj , zj) → min(a1, . . . , an, z1, . . . , zn|µ)

zj = aTxj + b, j = 1, . . . ,N

Теорема
Решение разделенной задачи полностью определяется решением
выпуклой двойственной задачи⎧⎪⎪⎪⎪⎪⎪⎪⎨⎪⎪⎪⎪⎪⎪⎪⎩

1
2

n∑︁
i=1

max

⎡⎣0,

⎛⎝ N∑︁
j=1

𝜆jxji

⎞⎠2

− µ2

⎤⎦−
N∑︁
j=1

inf
z∈R

[︂
1
2γ

q(yj , z) + 𝜆jz

]︂
→

→ min(𝜆1, . . . , 𝜆N)
N∑︀
j=1

𝜆j = 0
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Способ последовательного приближенного решения
двойственной задачи

âi =

⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩
0,

⃒⃒⃒⃒
⃒ N∑︀
j=1

𝜆̂jxji

⃒⃒⃒⃒
⃒ 6 µ⃒⃒⃒⃒

⃒ N∑︀
j=1

𝜆̂jxji

⃒⃒⃒⃒
⃒ ,

⃒⃒⃒⃒
⃒ N∑︀
j=1

𝜆̂jxji

⃒⃒⃒⃒
⃒ > µ

Ограничимся случаем ридж-регуляризации с фиксированным числом
признаков
Двойственная задача для N объектов:

WN(𝜆1, . . . , 𝜆N) =
1
2

n∑︁
i=1

⎛⎝ N∑︁
j=1

𝜆jxji

⎞⎠2

−
N∑︁
j=1

inf
z∈R

[︂
1
2γ

q(yj , z) + 𝜆jz

]︂

Пусть она решена (𝜆̂N,1, . . . , 𝜆̂N,N) и пришел новый объект
(xN+1, yN+1)
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Задача выпуклой оптимизации только с двумя
переменными (𝜉, 𝜆)

WN+1(𝜆1, . . . , 𝜆N , 𝜆N+1) =
1
2

n∑︁
i=1

⎛⎝ N∑︁
j=1

𝜆jxji + 𝜆N+1xN+1,i

⎞⎠2

−

−
N∑︁
j=1

inf
z∈R

[︂
1
2γ

q(yj , z) + 𝜆jz

]︂
− inf

z∈R

[︂
1
2γ

q(yN+1, z) + 𝜆N+1z

]︂
Идея: искать заново только одну новую переменную 𝜆N+1 и один
общий коэффициент 𝜉 при прежних переменных (𝜉𝜆̂N,1, . . . , 𝜉𝜆̂N,N)

WN+1(𝜉, 𝜆) =
1
2

n∑︁
i=1

⎛⎝𝜉 N∑︁
j=1

𝜆̂N,jxji + 𝜆xN+1,i

⎞⎠2

−

−
N∑︁
j=1

inf
z∈R

[︂
1
2γ

q(yj , z) + 𝜉𝜆̂N,jz

]︂
− inf

z∈R

[︂
1
2γ

q(yN+1, z) + 𝜆z

]︂
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Двойственная задача для регрессии

WN+1(𝜉, 𝜆) =
1
2

n∑︁
i=1

⎛⎝𝜉 N∑︁
j=1

𝜆̂N,jxji + 𝜆xN+1,i

⎞⎠2

+

+
N∑︁
j=1

(︂
1
2
γ(𝜉𝜆̂N,j)

2 − yj𝜉𝜆̂N,j

)︂
+

(︂
1
2
γ𝜆2 − yN+1𝜆

)︂
Её решение сводится к решению системы двух линейных уравнений:⎛⎜⎜⎜⎜⎝

n∑︀
i=1

(︃
N∑︀
j=1

𝜆̂N,jxji

)︃2

+γ
N∑︀
j=1

𝜆̂2
N,j

n∑︀
i=1

(︃
N∑︀
j=1

𝜆̂N,jxji

)︃
xN+1,i

n∑︀
i=1

(︃
N∑︀
j=1

𝜆̂N,jxji

)︃
xN+1,i

n∑︀
i=1

x2
N+1,i + γ

⎞⎟⎟⎟⎟⎠
⎛⎝𝜉
𝜆

⎞⎠=

⎛⎝ N∑︀
j=1

yj 𝜆̂N,j

yN+1𝜆

⎞⎠
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Эксперимент

Данные: временные ряды ежемесячных доходностей активов на бирже
за 20 лет (N = 250). Мы вычислили временной ряд доходности
y = XTa + 𝜓 ∈ RN с 5%-ой дисперсией шума 𝜓. Взяли первые 20
наблюдений и инкрементально обучались
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Спасибо за внимание!
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