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Содержание предыдущих лекций

Формула Байеса: P(A|B) =
P(B|A)P(A)

P(B)
;

Формула полной вероятности: P(B) = P(B|A)P(A) + P(B|A)P(A);

Определение априорных вероятностей и selection bias;

Тестирование гипотез

Проблема множественного тестирования гипотез

Экспоненциальное семейство распределений. Достаточные
статистики.

Наивный байесовский классификатор. Связь целевой функции и
вероятностной модели.

Линейная регрессия: классический подход, связь МНК и принципа
максимума правдоподобия, связь регуляризации и MAP-оценки для
вектора параметров w.

Апостериорное распределение на вектор параметров w в линейной
регресии и свойство сопряженности априорного распределения и
правдоподобия.
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Линейная регрессия: байесовский подход

Вероятностная модель линейной регрессии
y = Xw + ε, ε ∼ N(0, σ2I), где y ∈ R

n, X ∈ R
n×d, w ∈ R

d.

p(y|X, w) =

n∏

i=1

1√
2πσ

e−
1

2σ2 (yi−w
T
xi)

2

=
1

(2π)n/2σn
e−

1
2σ2 ‖y−Xw‖2 .

Байесовский подход.
Пусть теперь еще w ∼ p(w|α), тогда p(y, w|X, α) = p(y|X, w)p(w|α).
p(w|X, y, α) =

p(y, w|X, α)

p(y|X, α)
– апостериорное распределение.

wMAP = argmax
w

p(w|X, y, α) = argmin
w

(− log p(y|X, w)− log p(w|α)).
Примеры:

p(w|α) = N(0, τ−1I)
wMAP = argmin

w

(
1

2σ2 ‖y −Xw‖2 + τ
2‖w‖2

)
.

p(w|α) = Laplace(0, τ−1I)
wMAP = argmin

w

(
1

2σ2 ‖y −Xw‖2 + τ‖w‖1
)
.

Вопрос 1: А как получить ML оценку wML = argmin
w

(− log p(y|X, w))?

Вопрос 2: Получили ли мы что-то новое?
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Апостериорное распределение

p(w|X, y, α) =
p(y, w|X, α)

p(y|X, α)
=

p(y|X, w)p(w|α)
p(y|X, α)

∝ p(y|X, w)p(w|α).
Тогда log p(w|X, y, α) ∝ log p(y|X, w) + log p(w|α).
Нормальное априорное распределение.
Рассмотрим p(w|α) = N(0, τ−1I), тогда

− log p(w|X, y, α) ∝ 1
2σ2 ‖y −Xw‖2 + τ

2‖w‖2 = 1
2σ2y

T
y − 1

σ2y
T
Xw+

1
2σ2w

T
X

T
Xw + τ

2w
T
w ∝ 1

2

(

w
T
(τI+ 1

σ2X
T
X)w − 2

σ2y
T
Xw

)

∝
1
2(w −m)

T
Σ−1(w −m), где

m =
(

X
T
X+ τσ2I

)−1
X

T
y, Σ =

(

τI+ 1
σ2X

T
X
)−1

.

Таким образом, p(w|X, y, α) ∝ e−
1
2 (w−m)

T
Σ−1(w−m).

Вопрос 1: Что мы можем сказать про распределение p(w|X, y, α)?
Вопрос 2: Что получилось бы, если бы в качестве p(w|α) было взято
Laplace(0, τI) ?
Вопрос 3: Что получилось бы, если бы в качестве p(w|α) была взята

смесь нормальных распределений
∑

k

πkN(mk, Σk) ?
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Экспоненциальное семейство распределений

Распределение p(x) в экспоненциальном семействе, если плотность
вероятности (функция вероятности) представима в виде

p(x|Θ) =
1

Z(Θ)
h(x) exp(Θ

T
u(x)).

Вопрос 1: как выбрать априорное распределение p(Θ), чтобы
апостериорное распределение осталось в том же экспоненциальном
семействе? (свойство сопряженности правдоподобия p(x|Θ) и
априорного распределения p(Θ))

Пусть p(Θ) =
H(α, v)

Z(Θ)α
exp(Θ

T
v). Тогда p(Θ|x) = p(x|Θ)p(Θ)

p(x)
=

1

Z(Θ)np(x)

n∏

i=1

h(xi) exp(Θ
T

n∑

i=1

u(xi)) ·
H(α, v)

Z(Θ)α
exp(Θ

T
v) =

1

Z(Θ)n+α

(

H(α, v)

n∏

i=1

h(xi)/p(x)

)

exp

(

Θ
T

(

v +

n∑

i=1

u(xi)

))

.

Вопрос 2: Зачем нам свойство сопряженности?

5 / 16



Обоснованность (evidence)

Модель Mi: pi(y, w|X) = pi(y|X, w)p(w)

Шаг Наблюдаемые Скрытые Результат

Обучение (Xtrain, ytrain) w p(w|Xtrain, ytrain)

Контроль Xtest ytest p(ytest|Xtest, Xtrain, ytrain)

p(w|Xtrain, ytrain) =
p(ytrain, w|Xtrain)

∫
p(ytrain, w∗|Xtrain)dw∗

p(ytest|Xtest, Xtrain, ytrain) =

∫

p(ytest, w|Xtest, Xtrain, ytrain)dw =
∫

p(ytest|w, Xtest, Xtrain, ytrain)p(w|Xtest, Xtrain, ytrain)dw =
∫

p(ytest|w, Xtest)p(w|Xtrain, ytrain)dw
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Обоснованность (evidence)

Модель Mi: pi(y, w|X) = pi(y|X, w)pi(w)
Пусть имеется K > 1 моделей.
Процесс порождения выборки:

Природа выбирает модель из K доступных моделей с априорными
вероятностями p(Mi), i = 1, . . . , K.

Для выбранной модели i∗ природа сэмплирует вектор параметров
w∗ из априорного распределения pi∗(w)

Имея i∗, w∗ природа выбирает Xtrain и сэмплирует ytrain из
pi∗(y|Xtrain, w

∗)

(Xtrain, ytrain) даны наблюдателю.

Природа выбирает Xtest и сэмплирует ytest из pi∗(y|Xtest, w
∗)
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Обоснованность (evidence)

Модель Mi: pi(y, w|X) = pi(y|X, w)pi(w)
Общая модель M : p(y, w, Mi|X) = p(Mi)pi(w)pi(y|X, w)

p(ytest|Xtest, Xtrain, ytrain) =

K∑

i=1

p(ytest|Xtest, Xtrain, ytrain, Mi)p(Mi|Xtest, Xtrain, ytrain) =

K∑

i=1

pi(ytest|Xtest, Xtrain, ytrain)p(Mi|Xtrain, ytrain)

p(Mi|Xtrain, ytrain) =
p(ytrain, Mi|Xtrain)

P (ytrain|Xtrain)
∝ p(ytrain,Mi|Xtrain) =

∫

p(ytrain, w, Mi|Xtrain)dw = p(Mi)pi(ytrain|Xtrain)
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Пример выбора модели

a – applicant, r – reviewer

a, r =

{

0, нет PhD,

1, PhD.

d – decision

d =

{

1, принять,

0, отвергнуть.

r = 0 d = 0 d = 1

a = 0 9 0

a = 1 132 19

r = 1 d = 0 d = 1

a = 0 97 6

a = 1 52 11

Случаи:

1 p(d|a, r) = p(d)

2 p(d|a, r) = p(d|a)
3 p(d|a, r) = p(d|r)
4 p(d|a, r) = p(d|a, r)
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Пример выбора модели

1) p(d|a, r) = p(d)
Поэтому p(d|w) = Be(w). Prior : p(w) = U [0, 1]

p(y|X) =

∫

p(y|X, w)p(w)dw =

∫ 1

0
C0
9 (1− w)9

C97
103w

6(1−w)97C132
151w

19(1−w)132C52
63w

11(1−w)52dw = 2.8·10−51CCCC

2) p(d|a, r) = p(d|a)
Поэтому p(d|a = 0) = Be(w1), p(d|a = 1) = Be(w2).
Prior : p(w1) = U [0, 1], p(w2) = U [0, 1]

p(y|X) =

∫

p(y|X, w1, w2)p(w1)p(w2)dw1dw2 =

∫ 1

0

∫ 1

0
C0
9 (1−w1)

9C97
103

w6
1(1−w1)

97C132
151w

19
2 (1−w2)

132C52
63w

11
2 (1−w2)

52dw1dw2 = 4.7·10−51CCCC
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Пример выбора модели

3)p(d|a, r) = p(d|r)
Поэтому p(d|r = 0) = Be(w1), p(d|r = 1) = Be(w2).
Prior : p(w1) = U [0, 1], p(w2) = U [0, 1]

p(y|X) = 0.27 · 10−51CCCC

4) p(d|a, r) = p(d|a, r)
Поэтому p(d|a = 0, r = 0) = Be(w1), p(d|a = 0, r = 1) = Be(w2),
p(d|a = 1, r = 0) = Be(w3), p(d|a = 1, r = 1) = Be(w4).
Prior : p(w1) = U [0, 1], p(w2) = U [0, 1],
p(w3) = U [0, 1], p(w4) = U [0, 1]

p(y|X) = 0.18 · 10−51CCCC
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Пример выбора модели
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Сравнение обоснованностей, 326 объектов в выборке
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Выбор модели: зависимость от размера выборки
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Сравнение обоснованностей, 33
объекта в выборке
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Простое понимание обоснованности

Evidence : pi(y|X) =

∫

pi(y|X, w)pi(w)dw

pi(w|X, y) =
pi(y|X,w)pi(w)

p(y|X)
.

Предположения:

w одномерный

Априорное распределение pi(w) плоское с шириной ∆wprior

Апостериорное распределение pi(w|X, y) сконцентрировано вокруг
wMP с шириной ∆wpost

Тогда: log pi(y|X) ≈ log pi(y|X, wMP ) + log

(
∆wpost

∆wprior

)

.

Для M -мерного w: log pi(y|X) ≈ log pi(y|X, wMP ) +M log

(
∆wpost

∆wprior

)

.
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Пример оптимизации evidence

yi = w + εi, εi ∼ N(ε|0, β−1)
y1|w, . . . , yn|w ∼ N(yi|w, β−1), w ∼ N(w|0, α−1).

p(y|α, β) = βn/2α1/2

(2π)n/2
√
nβ + α

exp

(

−1

2
β

n∑

i=1

y2i +
β2(
∑n

i=1 yi)
2

2(nβ + α)

)

.

(α∗, β∗) = argmax
α, β

p(y|α, β).

0 200 400 600 800 1000
n

0.8

0.9

1.0
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T

1/
√
β∗

ETn(y|0, 1)
ETn(y|0.01, 1)

0 2000 4000 6000 8000 10000
n

0.4

0.6

0.8

1.0

P
(α

∗
<

∞
)

w = 0

w = 0.01

α∗ =







n2β∗

β∗(
∑n

i=1 yi)
2 − n

,
|∑n

i=1 yi|√
n

︸ ︷︷ ︸

Tn(y|w, β)

>
1√
β∗

,

+∞, иначе.

1

β∗
=

∑n
i=1(yi − y)2

n− 1
.
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