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Содержание предыдущих лекций

Формула Байеса: P(A|B) =
P(B|A)P(A)

P(B)
;

Формула полной вероятности: P(B) = P(B|A)P(A) + P(B|A)P(A);

Определение априорных вероятностей и selection bias;

(Множественное) тестирование гипотез

Экспоненциальное семейства. Достаточные статистики.

Наивный байесовский классификатор. Связь целевой функции и
вероятностной модели.

Линейная регрессия: связь МНК и wML, регуляризации и wMAP.

Свойство сопряженности априорного распределения правдоподобию.

Прогноз для одиночной модели:

p(ytest|Xtest,Xtrain, ytrain) =

∫

p(ytest|w,Xtest)p(w|Xtrain, ytrain)dw.

Связь апостериорной вероятности модели и обоснованности
p(Mi|Xtrain, ytrain) ∝ p(Mi)pi(ytrain|Xtrain).

Обоснованность: понимание и связь со статистической значимостью.
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Обоснованность для линейной регрессии

y = Xw + ε, w ∼ N (w|0, A−1), ε ∼ N (ε|0, σ2I)
Совместное правдоподобие: p(y, w|X, A, σ2) = p(y|X, w, σ2)p(w|A).
Обоснованность:

p(y|X, A, σ2) =

∫

p(y, w|X, A, σ2)dw =

∫

p(y|X, w, σ2)p(w|A)dw.

y|X, A, σ2 ∼ N (y|0, σ2I+XA−1X
T
)

Поэтому:

log p(y|X,A, σ2) ∝ −1
2 log det(σ

2I+XA−1X
T
)− 1

2y
T
(σ2I+XA−1X

T
)−1y.

Пример

yi = sinxi + εi, xi равномерно выбрано на [−π/2, π/2], εi ∼ N (0, σ2)
w ∼ N (w|0, α−1I)
Значения параметров: α = 0.01, σ2 = 0.1.
Признаки: 1, xi, x

2
i , . . . , x

k
i , . . ..
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Пример: сравнение моделей
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Байесовская логистическая регрессия
Пусть X ∈ R

m×n – признаковая матрица, а y ∈ {±1}m – метки класса.

p(y, w|X, A) = p(y|X, w)p(w|A), где p(y|X, w) =
m∏

j=1

σ(yjw
T
xj).
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p(yj|w, xj) = σ(yjw
T
xj) =

1

1+exp(−yjw
T
xj)

.

Вопрос 1: как выбрать p(w|A)?
Вопрос 2: Пусть p(w|A) = N (0, A−1), A = diag(α).
Что происходит, когда αi → ∞?

Примеры неоднозначности выбора разделительной прямой.
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Вопрос 3: чему равна wML для выборок на рис. выше?
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Обоснованность для логистической регрессии

Пусть X ∈ R
m×n – признаковая матрица, а y ∈ {±1}m – метки класса.

p(y, w|X, A) = p(y|X, w)p(w|A), где p(y|X, w) =

m∏

j=1

σ(yjw
T
xj).

Идея: выбрать модель с максимальной обоснованностью.
Вопрос 1: чем отличаются разные модели байесовской логистической
регрессии, описанные выше?

Вычисление обоснованности.
Пусть далее p(w|A) = N (0, A−1), A = diag(α).

Тогда A∗ = argmax
A

p(y|X, A) = argmax
A

∫

p(y|X, w)p(w|A)
︸ ︷︷ ︸

Q(w)

dw.

Проблема: интеграл аналитически не вычисляется.
Аппроксимация Лапласа

logQ(w) ≈ logQ(wMAP) +
1
2 (w −wMAP)

T

−H−1

︷ ︸︸ ︷

∇∇ logQ(wMAP)(w −wMAP).

A∗ = argmax
A

(

Q(wMAP)

∫

e−
1
2 (w−wMAP)

T
H−1(w−wMAP)dw

)

.

Вопрос 2: Как определяется wMAP?
6 / 16



Вариационные нижние оценки
Определение. g(x, ξ) вариационная нижняя оценка для f(x) ⇐⇒

1 f(x) ≥ g(x, ξ) ∀ x, ξ
2 f(ξ) = g(ξ, ξ).

Вместо f(x) → max
x

рассмотрим g(x, ξ) → max
x, ξ

1 ξn = argmax
ξ

g(xn−1, ξ)

2 xn = argmax
x

g(x, ξn)

VLB для сигмоидной функции

σ(x) ≥ σ(ξ) exp

(

−
1

4ξ
(2σ(ξ)− 1)(x2 − ξ2) +

x− ξ

2

)

.

−5 0 5
0

0.2

0.4

0.6

0.8

1

x

y

 

 

σ(x)
Gaussian variational LB

Вопрос: в чем преимущество
использования VLB при максимизации
обоснованности в логистической регрессии?
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LB для обоснованности в логистической регрессии

p(y, w|X, A) =

m∏

j=1

σ(yjw
T
xj)

√
detA

(2π)n/2 e
−1
2w

T
Aw ≥ VLB(w, ξ, A) =

√
detA

(2π)n/2 e
−1
2w

T
Aw

m∏

j=1

σ(ξj) exp

(

−
2σ(ξj )−1

4ξj
(w

T
xjx

T

j w − ξ2j ) +
yjw

T
xj−ξj
2

)

=

√
detA

(2π)n/2

m∏

j=1

σ(ξj)e
2σ(ξj )−1

4ξj
ξ2j−

ξj
2 e−

1
2w

T
A

′

w+w
T
v, где

A
′

= A+

m∑

j=1

2σ(ξj )−1
2ξj

xjx
T

j , v = 1
2

m∑

j=1

yjxj .

Тогда p(y|X, A) ≥ LB(A, ξ) =

∫

VLB(w, ξ, A)dw → max
A, ξ

.

Иллюстрация отбора признаков в логистической регрессии
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Апостериорное распределение в логистической регрессии

p(y, w|X, A) = p(y|X, w)p(w|A), где p(y|X, w) =
m∏

j=1

σ(yjw
T
xj).

p(w|X, y, A) =
p(y, w|X, A)

p(y|X, A)
=

∏m
j=1 σ(yjw

T
xj)N (w|0, A−1)

p(y|X, A)
.

p(ytest|Xtest, Xtrain, ytrain) =

∫

p(ytest|w, Xtest)p(w|Xtrain, ytrain)dw.

Вопрос 1: Как определить wMAP? Единственное ли решение?

q(w) = − log p(y, w|X, A) = − log p(w|A)− log p(y|X, w) =

q(wMAP) +
1
2 (w −wMAP)

T
H(w −wMAP) +O(‖w −wMAP‖

3), где

H = A+X
T
RX, где R = diag(σ(w

T

MAPxj)σ(−w
T

MAPxj)).
Нормальная аппроксимация: p(w|X, y, A) ≈ N (w|wMAP, H

−1).

Пример. Пусть n = 1, wMAP = 1.
Вопрос 2: Что можно сказать про принадлежность объектов с
x = 0; 1; −1; 5; −5 к классу 1?
Вопрос 3: Как результат зависит от неопределенности h−1? Что
происходит при h → 0 и при h → ∞?
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Нелинейная разделяющая поверхность

p(ytest|Xtest, Xtrain, ytrain) =

∫

p(ytest|w, Xtest)p(w|Xtrain, ytrain)dw.

Прогноз вероятности класса 1 в зависимости от неопределенности h−1

x = −5 x = −1 x = 0 x = 1 x = 5

h = ∞ 0.0067 0.269 0.5 0.731 0.9933

h = 1 0.169 0.301 0.5 0.699 0.831

h = 0 0.5 0.5 0.5 0.5 0.5

Вопрос 1: как учесть в модели, что классы не сбалансированы?
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Вопрос 2: что делать, если
разделяющая поверхность
нелинейна?
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Выбросы и пропуски в данных
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Вопрос 1: что делать, если
разделяющая поверхность
нелинейна?
Идея:

x 7→ ϕ(x) = [K(x, xi), i = 1, . . . , m].

Вопрос 2: Чему соответствует отбор признаков при замене
x 7→ ϕ(x) = [K(x, xi), i = 1, . . . , m]?
Вопрос 3: Что если значения части признаков не заданы или
некорректны? Что происходит при замене на среднее / медиану?
Исходная модель: p(y, w|X, A) = p(y|X, w)p(w|A).
Пусть X = X̃+ Z, X̃ · Z = 0, где Z – матрица значений пропусков.
Новая модель: p(y, w, Z|X̃, A) = p(y|X̃, Z, w)p(w|A)p(Z|X̃).

p(w|y, X̃, A) ∝ p(y, w|X̃, A) =

∫

p(y, w, Z|X̃, A)dZ =
∫

p(y|X̃, Z, w)p(w|A) p(Z|X̃)
︸ ︷︷ ︸

вес

dZ.

11 / 16



EM-алгоритм
Пусть D = (X, y) – наблюдаемые переменные, Z – скрытые переменные.
p(D, Z|Θ) = p(D|Z, Θ)p(Z|Θ).

Вопрос 1: как решить задачу p(D|Θ) =

∫

p(D, Z|Θ)dZ → max
Θ

?

Пример 1. y = Xw + ε, w ∼ N (w|0, A−1), ε ∼ N (0, β−1I)
p(y, w|X, A, β) = p(y|X, w, β)p(w|A).

log p(y|X, A, β−1

︸ ︷︷ ︸

Θ

) ∝ − 1

2
log det(β−1I+XA−1X

T
)− 1

2
y

T
(β−1I+XA−1X

T
)−1y.

EM-алгоритм
Введем F (q, Θ) = −

∫

q(Z) log q(Z)dZ+

∫

q(Z) log p(D, Z|Θ)dZ =

−

∫

q(Z) log q(Z)dZ+

∫

q(Z) log p(Z|D, Θ)dZ+

∫

log p(D|Θ)q(Z)dZ =

log p(D|Θ)−

∫

q(Z) log q(Z)
p(Z|D,Θ)dZ = log p(D|Θ)−DKL(q‖p(Z|D, Θ)).

Идея 1: p(D|Θ) → max
Θ

заменим на F (q, Θ) → max
q,Θ

.

Идея 2: Пошагово оптимизируем по Θ и q, то есть

1 E-шаг: qs = F (q, Θs−1) → max
q

;

2 M-шаг: Θs = F (qs, Θ) → max
Θ

.
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EM-алгоритм для максимизации обоснованности
y = Xw + ε, w ∼ N (w|0, A−1), ε ∼ N (0, β−1I)
p(y, w|X, A, β) = p(y|X, w, β)p(w|A) =.

log p(y, w|X, A, β) ∝ m
2 log β − β

2 ‖y −Xw‖2 + 1
2 log detA− 1

2w
T
Aw.

F (q, A, β) = −

∫

q(w) log q(w)dw +

∫

q(w) log p(y, w|X, A, β)dw =

log p(y|X, A, β)−DKL(q(w)‖p(w|y, X, A, β)) → max
q,A, β

.

E-шаг (считаем A, β фиксированными)
F (q, A, β) → max

q
⇐⇒ q(w) = p(w|y, X, A, β) = N(w|w0, Σ

−1
0 ), где

Σ0 = A+ βX
T
X, w0 = βΣ−1

0 X
T
y.

M-шаг (считаем q(w) фиксированным)

Eq(w) log p(y, w|X, A, β) =

∫

q(w) log p(y, w|X, A, β)dw → max
A, β

.

F̃ (A, β) = m
2 log β − β

2E‖y −Xw‖2 + 1
2

n∑

j=1

log αj −
1
2

n∑

j=1

αjEw
2
j → max

A, β
.

∂F
∂αj

= 1
2αj

− 1
2Ew

2
j = 0 ⇐⇒ αj =

1
Ew2

j
.

Hint: 1 = αj(E
2wj +Dwj) =⇒ αnew

j =
1−αold

j Dwj

E2wj
.

∂F
∂β

= m
2β − 1

2E‖y −Xw‖2 = 0 ⇐⇒ β = m
E‖y−Xw‖2 .
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EM-алгоритм для максимизации обоснованности
Потенциал поля точечного заряда: ϕ = k q

r
.

Пусть имеется несколько зарядов q1, . . . , ql в точках z1, . . . , zl.

Тогда ϕ(x) = k

l∑

i=1

ql
‖x−zl‖ . По набору точек x1, . . . , xm и измеренным

yi = ϕ(xi)− ϕ(∞)
︸ ︷︷ ︸

=0

+εi, εi ∼ N (εi|0, β
−1)

требуется оценить ϕ(x) для x из тестовой выборки.

−3 −2 −1 0 1 2 3

x

−2

−1

0

1

2

y

0
.0

−18

−12

−6

0

6

12

18

y = Φw + ε, ε ∼ N (ε|0, β−1I), где

Φ =
∥
∥
∥

1
δ+‖xi−xj‖

∥
∥
∥ , i, j = 1, m;

w ∼ p(w|A) = N (w|0, A−1).

Шаг 1: p(ytrain|Φtrain, A, β) → max
A, β

позволит отобрать признаки.

Шаг 2: Прогноз для тестовой выборки:

p(ytest|Φtest, Φtrain, ytrain) =

∫

p(ytest|w, Φtest)p(w|Φtrain, ytrain)dw
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Результаты для задачи восстановления потенциала
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