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Содержание предыдущих лекций

Выбор априорного распределения. Неинформативные
распределения. Распределение Джефриса.

EM-алгоритм. Использование EM-алгоритма для отбора признаков в
байесовской линейной регрессии.

Вариационный ЕМ-алгоритм и его использование для вывода в
смеси моделей линейной регрессии.
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Смесь моделей линейной регрессии
Вероятностная модель генерации данных

Веса моделей в смеси π получены из априорного распределения
p(π|µ);
Векторы параметров моделей wk получены из нормального
распределения p(wk|Ak) = N (wk|0, A

−1
k ), k = 1, . . . ,K;

Для каждого объекта xi выбрана модель fki , которой он
описывается, причем p(ki = k) = πk;
Для каждого объекта xi целевая переменная yi определена в

соответствии с моделью fki : yi ∼ N (yi|w
T

ki
xi, σ

2
ki
).

Совместное правдоподобие модели
p(y, w1, . . . , wK , π|X, A1, . . . , AK , σ2

1 , . . . , σ
2
K , µ) =

p(π|µ)
K
∏

k=1

N (wk|0, A
−1
k )

m
∏

i=1

(

K
∑

l=1

πlN (yi|w
T

l xi, σ
2
l )

)

.

Введем матрицу скрытых переменных Z = ‖zik‖, где zik = 1 ⇐⇒ ki = k.
p(y, w1, . . . , wK , π, Z|X, A1, . . . , AK , σ2

1 , . . . , σ
2
K , µ) =

p(π|µ)
K
∏

k=1

N (wk|0, A
−1
k )

m
∏

i=1

K
∏

l=1

(

πlN (yi|w
T

l xi, σ
2
l )
)zil

.
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Определение гиперпараметров смеси моделей

Максимизация обоснованности
p(y|X, A, σ2, µ) → max

A, σ2, {µ}

Идея: воспользуемся вариационным EM-алгоритмом.

E-шаг: найдем q(Z, w1, . . . , wK , π) = q(Z)q(w1, . . . , wK)q(π),
наиболее близкое к p(w1, . . . , wK , π, Z|X, y).
M-шаг: Eq log p(y, W, π, Z|X, A, σ2, µ) → max

A, σ2

.

Вопрос 1: Как строить прогноз для нового объекта p(y|x, Xtr, ytr) ?

p(y|x, Xtr, ytr) =

∫

p(W, π, Z|Xtr, ytr)p(y|x, W, Z, π)dWdπdZ.

Замечание: В формулах выше опущены гиперпараметры A, σ2 для
упрощения формул.
Вопрос 2: Откуда взять p(W, π, Z|Xtr, ytr) ?
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Идея MCMC

Пусть имеется однородная марковская цепь с функцией плотности
вероятности перехода между состояниями q(Zi+1|Zi).

Возьмем некоторое p0(Z) и сгенерируем Z0 ∼ p0(Z);

Генерируем Zi+1 ∼ q(Zi+1|Zi), i = 0, 1, . . .;

Выбрасываем первые m0 наблюдений (и прореживаем, если нужна
НОР (i.i.d) выборка).

Вопрос: при каких условиях такая схема приведет к получению выборки
из p(Z) ?
Условие 1: p(Z) инвариантно относительно цепи, то есть

p(Zi+1) =

∫

p(Zi)q(Zi+1|Zi)dZi (стационарное распределение).

Достаточное условие: p(Zi+1)q(Zi|Zi+1) = p(Zi)q(Zi+1|Zi).

Условие 2: цепь эргодична, то есть стационарное распределение не
зависит от начальных условий ∀ p0(Z) pi(Zi) → p(Z) при i → ∞.
Достаточное условие: ∀ s ∀ t : p(t) 6= 0 q(t|s) > 0.
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Схема Метрополиса-Хастингса (Metropolis-Hastings)

p(Z) ∝ p̃(Z), r(Z|Zi) – предложное распределение.

Имеем Zi, сэмплируем Z∗ ∼ r(Z|Zi);

Вычисляем P (Z∗, Zi) = min
(

1, p̃(Z∗)r(Zi|Z
∗)

p̃(Zi)r(Z∗|Zi)

)

Zi+1 = Z∗ с вероятностью P (Z∗, Zi),
Zi+1 = Zi с вероятностью 1− P (Z∗, Zi).

Отсюда q(Zn+1|Zn) =







r(Zn+1|Zn)P (Zn+1, Zn), Zn+1 6= Zn,

1−

∫

r(Z∗|Zn)P (Z∗, Zn)dZ
∗, Zn+1 = Zn.

Достаточное условие эргодичности: ∀ s ∀ t : p̃(t) > 0, q(t|s) > 0.
Замечание 1: для выполнения этого требования достаточно
r(t|s) > 0 ∀ s∀ t.

Достаточное условие инвариантности: ∀ s ∀ t p̃(s)q(t|s) = p̃(t)q(s|t).
Замечание 2: Убеждаемся в выполнении условия подстановкой.
Для s = t очевидно. Пусть s 6= t, тогда p̃(s)q(t|s) = p̃(s)q(t|s) =

p̃(s)r(t|s)min
(

1, p̃(t)r(s|t)
p̃(s)r(t|s)

)

= min(p̃(s)r(t|s), p̃(t)r(s|t)) = p̃(t)q(s|t).
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Схема Метрополиса-Хастингса (продолжение)

Имеем Zi, сэмплируем
Z∗ ∼ r(Z|Zi);

Вычисляем P (Z∗, Zi) =

min
(

1, p̃(Z∗)r(Zi|Z∗)
p̃(Zi)r(Z∗|Zi)

)

Zi+1 = Z∗, P (Z∗, Zi),
Zi+1 = Zi, 1− P (Z∗, Zi).

Если r(Z∗|Z) = r(Z|Z∗), то

P (Z∗, Zi) = min
(

1, p̃(Z∗)
p̃(Zi)

)

.

Пример

p(x) = N

(

0, σ2

(

1 0.95
0.95 1

))

,

σ = 2,
r(Z∗|Z) = N (Z∗|Z, σ2I).
Результат сэмплирования
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Релаксация модели Изинга
Пусть в каждой точке есть магнитный момент xi ∈ [−1, 1] и
p(x) = 1

Z
exp(−E(x)/T ), где E(x) = −

∑

(i, j)∈ε

xixj −
∑

i

hixi.

Реализация магнитных моментов
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Намагниченность: µ =

∣

∣

∣

∣

∣
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N

∑

i

xi

∣

∣

∣

∣

∣

,

где N – число атомов в решетке.
Вопрос 1: как оценить среднюю
намагниченность: Epµ?

Уравнения Гамильтона
Пусть есть частица, которая
движется в поле с потенциалом
U(x).
x, p – координаты и импульс
частицы.

K(p) = p
T
p

2m – кинетическая
энергия.
H(x, p) = U(x) +K(p) –
гамильтониан.
dxi

dt
= ∂H

∂pi
; dpi

dt
= − ∂H

∂xi
.

Вопрос 2: зачем нам уравнения
Гамильтона?
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Свойства гамильтоновой динамики (HD)

dxi

dt
= ∂H

∂pi
; dpi

dt
= − ∂H

∂xi
– уравнения Гамильтона

dz
dt

= J∇zH(z), где z = (x, p), J =

(

0n In
−In 0n

)

.

Закон сохранения полной энергии: dH(x, p)
dt

= 0.
Обратимость: [x(t+ s), p(t+ s)] = HD(x(t), p(t), s);
[x(t), p(t)] = HD(x(t+ s), p(t+ s), −s);
[x(t), −p(t)] = HD(x(t+ s), −p(t+ s), s).
Сохранение фазового объема: dpdx = const.

Симплектичность: B
T
J−1B = J−1, где B – якобиан HD по паре (x, p).

Пример

U(x) = x2

2 , K(p) = p2

2 .
dx
dt

= p, dp
dt

= −x.
x(t) = r sin(t+ ϕ),
p(t) = r cos(t+ ϕ).
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Гамильтоновы методы Монте-Карло (HMC)

p(x, p) = 1
Z
exp(−U(x)− 1

2p
T
p), U(x) = − log p̃(x) (считаем m = 1).

Идея: сэмплируем (x1, p1), . . . , (xm, pm) из p(x, p) и выбрасываем pi.

Схема сэмплирования HMC:

1 Выбираем x0;
2 На шаге j ≥ 1 сэмплируем pj = N (0, I);
3 Решаем уравнения Гамильтона за интервал ∆t = Tε,

стартуя из (xj−1, pj) и получаем (xj , pj
new),

переворачиваем импульс: (xj , −pj
new);

4 Принимаем новую точку с вероятностью
A = min(1, exp(−H(xj , −pj

new) +H(xj−1, pj)));
5 Переходим на шаг 2.

Замечание: HMC есть частный случай схемы Метрополиса-Хастингса.

Вопрос 1: Чем задается предложное распределение в HMC?
Вопрос 2: Зачем переворачивать знак импульса?
Вопрос 3: Что было использовано при получении формулы шага 4?
Вопрос 4: Какие значения может принимать −H(x1, p1) +H(x0, p1)?
Вопрос 5: Гарантируется ли эргодичность для такой цепи?
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Решение уравнений Гамильтона
dxi

dt
= ∂H

∂pi
; dpi

dt
= − ∂H

∂xi

– уравнения Гамильтона.
Настройка HMC

x0 : U(x0) ≈ max
x

U(x);

Запуск нескольких цепей;

Выбор шага ε : A(1 −A) ≫ 0;

Оценка эффективной
размерности выборки.

Вопрос 1: Зачем
U(x0) ≈ max

x
U(x)?

Вопрос 2: Как определить, что
цепь сошлась?
Вопрос 3: Что дает условие
A(1−A) ≫ 0 на вероятность
принятия объекта?
Вопрос 4: Как оценить
эффективную размерность?

Метод Эйлера
{

pi(t+ ε) = pi(t)− ε∂U(x(t))
∂xi

,

xi(t+ ε) = xi(t) + εpi(t).
Проблема: Невязка через время T

есть O(Tε) (метод первого порядка).

Метод leapfrog










pi(t+
ε
2) = pi(t)−

ε
2
∂U(x(t))

∂xi
,

xi(t+ ε) = xi(t) + εpi(t+
ε
2),

pi(t+ ε) = pi(t+
ε
2)−

ε
2
∂U(x(t+ε))

∂xi
.

Замечание 1: Невязка через время T
есть O(Tε2) (метод II порядка).
Замечание 2: Метод обратим: если
сначала идти вперед по времени T , а
затем назад, то через T вернемся в
исходную точку.

Замечание 3: Сохраняет

модифицированную полную энергию.
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Сравнение HD со схемой Метрополиса-Хастингса с
диагональным предложным распределением

p(x) = N

(

0, σ2

(

1 0.99
0.99 1

))

, σ = 2.

Метрополис-Хастингс
r(Z∗|Z) = N (Z∗|Z, σ2I)
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Гамильтонов MC
Leapfrog, ε = 0.25, T = 6.25.
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