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Аннотация

В данной работе исправлена фундаментальная проблема стохастического экстрагра-
диентного метода с помощью новой стратегии семплирования, мотивированной аппрок-
симацией неявного градиентного метода. Так как существующий стохастический экстра-
градиентный метод Mirror-Prox [Juditsky et al., 2011] расходится на простой билинейной
задаче, когда область определения неограничена, в данной работе доказываются гарантии
сходимости нового метода для более общих постановок, чем в существующих результатах.
Численные эксперименты в данной работе показывают, что предложенный вариант экс-
траградиентного метода сходится на билинейных седловых задачах быстрее, чем многие
другие методы. Также в работе рассматривается применение экстраградиентного метода
для обучения генеративно-состязательных нейронных сетей и показывается с помощью
численных экспериментов, что предложенный подход имеет преимущество по количеству
проходов по обучающей выборке, в то время как более высокая стоимость итераций метода
уменьшает это преимущество.

Данная работа основана на статье �Revisiting Stochastic Extragradient� [Mishchenko
et al., 2020], написанной в соавторстве с Константином Мищенко, Егором Шульгиным,
Питером Рихтариком и Юрой Малицким.
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Abstract

We fix a fundamental issue in the stochastic extragradient method by providing a new
sampling strategy that is motivated by approximating implicit updates. Since the existing
stochastic extragradient algorithm, called Mirror-Prox, of [Juditsky et al., 2011] diverges on
a simple bilinear problem when the domain is not bounded, we prove guarantees for solving
variational inequality that go beyond existing settings. Furthermore, we illustrate numerically
that the proposed variant converges faster than many other methods on bilinear saddle-point
problems. We also discuss how extragradient can be applied to training Generative Adversarial
Networks (GANs) and how it compares to other methods. Our experiments on GANs demon-
strate that the introduced approach may make the training faster in terms of data passes, while
its higher iteration complexity makes the advantage smaller.

This work is based on a paper �Revisiting Stochastic Extragradient� [Mishchenko et al.,
2020] written in collaboration with Konstantin Mishchenko, Egor Shulgin, Peter Richtárik, and
Yura Malitsky.
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Martin Arjovsky, Soumith Chintala, and Léon Bottou. Wasserstein generative adversarial

networks. In International Conference on Machine Learning, pages 214–223, 2017.

Tatjana Chavdarova, Gauthier Gidel, François Fleuret, and Simon Lacoste-Julien. Reducing
noise in gan training with variance reduced extragradient. In Advances in Neural Information

Processing Systems 32, pages 391–401. Curran Associates, Inc., 2019.

Constantinos Daskalakis and Ioannis Panageas. Last-iterate convergence: Zero-sum games and
constrained min-max optimization. Innovations in Theoretical Computer Science, 2019.

Constantinos Daskalakis, Andrew Ilyas, Vasilis Syrgkanis, and Haoyang Zeng. Training GANs
with optimism. In International Conference on Learning Representations (ICLR 2018), 2018.

Saeed Ghadimi and Guanghui Lan. Stochastic first-and zeroth-order methods for nonconvex
stochastic programming. SIAM Journal on Optimization, 23(4):2341–2368, 2013.
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