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Аннотация

В крупных компаниях часто возникает задача анализа реакции пользовате-

лей на продукты этих компаний. Одним из источников данных для этой зада-

чи может выступать Твиттер. В данной работе производится исследование и

экспериментальное сравнение возможных подходов к анализу тональности со-

общений про компанию в Твиттере. Полученные результаты показывают важ-

ность использования синтаксических признаков и мета-информации из Твит-

тера в дополнение к стандартным униграммным признакам. Из результатов

также следует, что возникающая задача классификации должна решаться ме-

тодами, устойчивыми к несбалансированности классов в обучающей выборке и

наличию полудублей — почти совпадающих сообщений. Согласно эксперимен-

там, лучшим алгоритмом из исследованных является логистическая регрессия,

использующая синтаксические признаки, мета-информацию из Твиттера и ме-

тоды работы с несбалансированными выборками.
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1 Введение

Классификация эмоциональной окраски сообщений пользователей относительно

продуктов компании важна для определения достоинств и недостатков этих про-

дуктов. Такая классификация может обеспечить обратную связь с пользователями

и позволяет спланировать именно те улучшения продуктов, которые действительно

необходимы.

Задача классификации эмоциональной окраски сообщений в социальной сети от-

носительно некоторого компании формулируется следующим образом. Дано множе-

ство всех сообщений Твиттера T = {mi}Ni=1. Среди этого множества требуется вы-

делить подмножество сообщений C = {mj}Kj=1 ⊆ T , относящихся к компании и ее

продуктам. Также требуется подмножество C классифицировать на три группы со-

общений: положительные (метка 1), отрицательные (метка −1) и нейтральные (мет-

ка 0). Таким образом, множеством меток классификации является Y = {1,−1, 0}.

Правильная классификация определяется человеком-асессором, который присваи-

вает сообщению mj метку yj ∈ Y на основе выданной ему инструкции и личного

восприятия сообщения. Качество выделения класса C не рассматривается в данной

работе, способ выделения фиксируется некоторым разумным образом. Метрики ка-

чества классификации множества C на три класса описываются в разделе 1.4.

Классический метод решения поставленной задачи, описанный в [1], предполагает

наличие двух этапов. На первом этапе с помощью методов информационного поиска

собираются сообщения из Твиттера, потенциально имеющие отношение к компании

или ее сервисам. После этого наступает второй этап, во время которого производится

анализ тональности сообщений и выделяются те из них, которые несут положитель-

ную или отрицательную окраску относительно компании.

Возможным решением первой части задачи является использование поисков по

социальным медиа. Для русскоязычных пользователей главным поставщиком такой

услуги является сервис “Поиск по Блогам” [2] компании Яндекс. Таким образом,

задача сводится к формулировке запроса, охватывающего отзывы как про саму ком-

панию, так и про ее сервисы. Важной особенностью является наличие слэнговых

синонимов, употребляемых пользователями по отношению к этим сервисам. Таким

образом, от аналитика, составляющего подобный запрос, требуется знание языка
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пользователей Твиттера. В данной работе поисковый запрос фиксируется и даль-

нейшее исследование его оптимальности производиться не будет.

Вторая задача имеет несколько распространенных решений. Подробный обзор

возможных подходов дан в [3]. Следует отметить, что в практически работающих

приложениях чаще применяются системы правил [4], в то время как в научной среде

большую популярность имеют методы машинного обучения, среди которых ключе-

вые места по мнению исследователя [5] занимают линейные и обобщенно-линейные

методы классификации SVM и логистическая регрессия.

Недавния публикация [6] показывает эффективность двухстадийного иерархиче-

ского подхода к решению задачи классификации тональности сообщений в Твиттере.

Подход заключается в отделении на первой стадии тональных сообщений от ней-

тральных, а на второй — в разделении тональных на положительные и отрицатель-

ные. Именно эта идея построения иерархии из двух классификаторов исследуется в

данной работе.

Следует отметить, что попытка применения указанного алгоритма исследовате-

лями [7] к реальным данным показывает, что F1-мера по классу тональных сооб-

щений на первом этапе оказывается очень низкой. Авторы этой работы указывают

на смещенность реального потока данных в сторону нейтральных сообщений. По-

видимому, именно это смещение не позволяет достичь высоких показателей F1-меры

по тональным сообщениям простыми линейными методами. Обзор [3] также под-

тверждает сложность отделения нейтральных сообщений от тональных, подчеркивая

при этом относительную простоту второго этапа классификации. Поскольку имен-

но тональные сообщения представляют практическую ценность, данная дипломная

работа фокусируется на исследовании методов повышения точности и полноты по

этому классу сообщений. Также приводятся результаты по качеству для второй ста-

дии классификации, которая разделяет тональные сообщения на положительные и

отрицательные.

В качестве эталона для сравнения в данной работе применяется метод логисти-

ческой регрессии по признакам на внутрисловных побуквенных 4-граммах. Прове-

денное исследование включает сбор данных для машинного обучения, воспроизведе-

ние эталона и последовательное улучшение показателей точности и полноты за счет
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использования различных методов машинного обучения и обработки естественных

языков. По итогам экспериментов разработан метод эвристического формирования

обучающей выборки на основе распределения Гиббса, устойчивый к наличию в вы-

борке дубликатов, и метод порождения признаков классификации для алгоритма

логистической регрессии, учитывающий синтаксический разбор (который представ-

ляет собой направленный граф синтаксических связей между словами в предложе-

нии), выделение отрицаний, метки тональности отдельных слов, части речи, эмоти-

коны (пиктограммы, выражающие эмоцию), а также мета-информацию из Твиттера.

Кроме того, в работе производится сравнение методов решения проблемы несбалан-

сированности выборки и приводятся графики зависимости качества от параметров

алгоритма.

Разработанные методы были протестированы на реальных данных по тонально-

сти относительно компании Яндекс и показали свою эффективность по сравнению с

эталонным методом.
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1.1 Получение сообщений из Твиттера

Первоначальной задачей является формулировка запроса к сервису “Поиск по

Блогам”, который учтет не только вхождения названия компании, но и покроет все

ее возможные продукты. Дополнительную сложность добавляет тот факт, что неко-

торые названия могут состоять из нескольких частей, каждая из которых может

употребляться в другом значении (не относящемся к компании или продукту). На-

пример, для Яндекса таким сложным примером будет “я бар”, под которым поль-

зователи обычно имеют в виду приложение Яндекс.Бар. Решить проблему помога-

ет использование возможностей языка запросов информационного поиска, который

позволяет ограничивать расположение ключевых слов в поисковой выдаче.

Более подробно, язык запросов [8] позволяет учесть следующую информацию,

важную для рассматриваемой задачи:

1. Диапазон расстояний между словами.

2. Ограничение вхождений одним предложением.

3. Обязательное вхождение некоторого слова (без этого оператора современные

поисковые системы ставят неявное “ИЛИ” между словами из запроса, [9]).

4. Учет точной формы слова (по умолчанию может применяться стемминг и лем-

матизация).

Как уже было упомянуто ранее, еще одну проблему составляют пользовательские

синонимы официальным названиям компании и продукта. Из одних только синони-

мов компании Яндекс было собрано 9 слов.
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1.2 Сбор данных для машинного обучения

Ключевой проблемой эффективного использования машинного обучения являет-

ся сбор достаточного количества данных с метками классов. При этом желатель-

ным требованием является низкая стоимость разметки в расчете на одно сообщение.

Для рассматриваемого иерархического подхода сложность получения такой размет-

ки существенно различается в зависимости от подзадачи. Далее излагается сначала

простая подзадача (отделение положительных сообщений от отрицательных), затем

сложная (отделение тональных сообщений от нейтральных).

1.2.1 Подзадача положительный/отрицательный

В Internet есть несколько источников информации, которую можно преобразовать

в размеченную выборку. К ним относятся:

1. http://films.imhonet.ru/

2. http://market.yandex.ru/

3. http://www.kinopoisk.ru/

4. http://amazon.com/

5. http://www.rottentomatoes.com/

Первые три источника относятся к русскому языку (и в первую очередь представ-

ляют практический интерес), остальные приведены для полноты картины. Все эти

источники предоставляют отзывы пользователей с оценками. После проведения от-

сечения оценки по порогу появляются два класса (положительные — выше порога,

и отрицательные — ниже). Достаточно простого поискового робота для скачивания

необходимого количества отзывов.

При таком подходе классификатор, обученный на одних данных, будет в реаль-

ных условиях работать с другим потоком по другой тематике. В литературе такая

постановка задачи называется transfer learning и domain adaptation. Эксперименты

[10] показывают, что у задачи переноса обучения есть эффективное решение. Это

решение заключается в построении признаков классификации, которые являются
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функциями над исходными униграммами и учитывают совместную встречаемость

слов.

Более того, для некоторых вариантов переноса можно использовать “наивную”

схему, взятую авторами статьи в качестве эталона (для обучение классификатора по

униграммам используется одно множество, для тестирования применяется другое;

признаками классификации являются униграммы из пересечения). К примеру, таким

свойство обладает перенос с темы “Кухонные электроприборы” (Kitchen appliances)

на тему “Электроника” (Electronics) для данных с интернет-магазина Amazon. Отсю-

да можно сделать неформальное заключение, что если лексика двух областей схожа,

перенос классификатора тональности можно осуществлять тривиально. В дальней-

шем данные для обучения выбираются максимально близкими к целевой области,

вопрос оптимальности “наивного” переноса не исследуется (ввиду наличия хороших

по качеству результатов).

Поскольку конечной целью построения алгоритма в данном исследовании являет-

ся классификация отзывов про компанию Яндекс, было принято решение использо-

вать данные с Яндекс.Маркета. Мотивацией к использованию этих данных является

сходство лексики по IT-тематике. Данные состоят из отзывов пользователей с про-

ставленной оценкой от 1 до 5 и описанием достоинств и недостатков. Они были полу-

чены следующим образом: с Яндекс.Маркета были собраны примерно 600000 отзывов

про электронику и бытовые приборы, порог отсечения был взят равным оценке 3,

все меньше считалось негативными отзывами, все больше — позитивными, примеры

с оценкой 3 выбрасывались из данных. Далее в качестве положительных примеров

были взяты достоинства из положительных отзывов и недостатки из отрицательных.

1.2.2 Подзадача нейтральный/тональный

На данный момент неизвестны способы сбора дешевых данных для этой подзада-

чи. Исследователи [11] использовали идею представления отрывков сюжетов филь-

мов с сайта rottentomatoes в качестве примеров нейтральных сообщений, при этом в

качестве тональных сообщений использовались отзывы пользователей. Следует от-

метить потенциальную опасность такого подхода: классификатор может научить-

ся отличать источники данных, а не классы. Интуитивно, данные по всем классам
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должны быть из одного источника. Достичь этого можно только с помощью ручной

разметки. Было размечено три выборки:

1. Размером 1000 четырьмя асессорами (с полным перекрытием: каждое сообще-

ние размечалось всеми асессорами),

2. Размером 6000 двумя асессорами (с небольшим перекрытием: подмножества

размечаемых асессорами сообщений пересекались по небольшой доле сообще-

ний),

3. Размером 26000 одним экспертом.

Далее первая выборка будем обозначаться tweets1000, вторая — tweets6000,третья

— tweets26000. Следует отметить, что свойства выборок несколько различаются, по-

скольку для первых двух выборок применялась фильтрация по рейтингу автора со-

общения (отсекались сообщения авторов с низким рейтингом).

Полудубли. Для всего потока сообщений была произведена фильтрация полудуб-

лей. Фильтрация состояла из нескольких этапов:

1. Твит разделялся на части, каждая из которых принадлежит одному автору

(некоторые твиты представляют собой цепочку ретвитов и ответов на сообще-

ния других пользователей, эта цепочка растет справа налево).

2. Из твита удалялись html-ссылки, хэштеги и html-разметка.

3. Производилась нормализация пробельных символов (после нормализации сло-

ва разделяются только одиночными проблелами).

4. Объединялись тексты полученных частей и оставлялись только уникальные.

По итогам такой фильтрации доля полудублей (сообщений, которые можно выбро-

сить из-за наличия похожих) составляет 42%. Как будет показано далее, такая значи-

тельная доля полудублей затрудняет использование некоторых методов машинного

обучения.
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Согласованность асессоров. Для выборки tweets1000 была оценена согласован-

ность асессоров. Асессорам предлагалось разметить твиты на три класса: положи-

тельные, отрицательные и нейтральные. Будем называть согласованность полной,

если все асессоры одинаково оценили тональность записи. Частичной согласованно-

стью считается ситуация, в которой большинством голосов можно установить то-

нальность, но полной согласованности нет. Остальные случая назовем отсутствием

согласованности. По итогам проведенного исследования, доля случаев с полной со-

гласованностью составляет 30%, с частичной — 55%, c отсутствием согласованности

— 15%. Таким образом, задача является сложной даже для человека, и ожидать

высоких результатов от применения машинного обучения не следует.
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1.3 Машинное обучение в классификации текстов и задаче

анализа тональности

Стандартным подходом к задаче классификации текстов является использование

линейных методов SVM и логистической регрессии на униграммных признаках. Их

популярность можно объяснить особенностями задачи:

• Для классификации текстов часто используются выборки, содержащие милли-

оны объектов и признаков. В частности, второй этап классификации в предло-

женной схеме анализа тональности использует такие массивные выборки. По-

этому скорость и масштабируемость обучения алгоритма являются важными

факторами в данной задаче. При этом для обучения линейных методов раз-

работаны эффективные процедуры, позволяющие работать с большими выбор-

ками. Одним из примеров является пакет машинного обучения liblinear, ко-

торый показывает значительный выигрыш во времени работы по сравнению с

некоторыми другими менее специализированными пакетами согласно [12]. Дру-

гим известным примером является пакет Vowpal Wabbit [13], предоставляющий

возможности распараллеливания обучения на вычислительном кластере c по-

мощью технологии Hadoop AllReduce [14]. Вышеуказанные примеры подчер-

кивают предпочтительность использования линейных методов с точки зрения

скорости обучения.

• Признаковое описание текста обычно представляет собой сильно разреженный

вектор высокой размерностиD ∼ 106, но перемножение с вектором весов выпол-

няется за O(N), где N — число ненулевых элементов признакового описания

(для Твиттера N ∼ 102). Это быстрая операция по сравнению, например, с

принятием решения на основе решающих деревьев в методе градиентного бу-

стинга, если эти деревья используют все признаки. Таким образом, на этапе

классификации линейные методы также более предпочтительны.

Опишем простой и эффективный алгоритм классификации текстов, который взят

в данной работе в качестве эталона для сравнения. К каждом этапу приведены обос-

нования его использования.
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1. Текст сообщения разбивается на слова, которые приводятся к нижнем регистру.

Это стандартная операция в информационном поиске. Из неформальных сооб-

ражений понятно, что она несколько снижает точность в данной задаче (иногда

тональность выражается всеми заглавными буквами), но при этом значительно

повышает полноту (пользователи социальных сетей не заботятся о корректном

использовании заглавных букв, поэтому статистики по каждой форме оказы-

вается меньше).

2. Выбрасывается пунктуация. Для короткого сообщения в Твиттере (длина огра-

ничена 140 символами) это ничего не испортит, поскольку одно сообщение чаще

всего несет одну мысль, и деление на предложения неважно. При этом следует

отметить, что для длинных текстов (посты в блогах, например) это предполо-

жение не выполняется.

3. Выбрасываются цифры. Статистики для них слишком мало, чтобы использо-

вать их в качестве признаков.

4. Из полученных слов строятся внутрисловные 4-граммы (захватывающие про-

бел до и после слова). Это стандартное решение проблемы различных слово-

форм [15] и опечаток [9].

5. К полученному вектору вхождения 4-грамм применяется схема взвешивания

TF-IDF. Это стандартная нормализация в информационном поиске (описанная

в [9]). Приведем краткое описание этой нормализации.

Пусть рассматривается твит d ∈ D, где D — корпус твитов. Обозначим за

tf(w, d) количество вхождений 4-граммы w в твит d, а также рассмотрим

величину idf(w,D) = log |D|
|Dw| , где Dw = {d ∈ D : w ∈ d} (рассматрива-

ются только 4-граммы, входящие хотя бы в один из документов). Тогда вес

TF-IDF этой 4-граммы определяется следующим образом: TF -IDF (w, d,D) =

tf(w, d) idf(w,D). Неформально, такая нормализация позволяет уменьшить вес

4-грамм, которые встречаются в большинстве документов корпуса, и увели-

чить вес 4-грамм, которые часто встречаются лишь в конкретном документе. В

данном контексте эта схема позволяет снизить вес окончаний и стоп-слов для

полученных 4-грамм.
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6. Приведения полученного вектора к единичной l2-норме. Опыт исследователей

[16] показывает, что такая нормализация эффективна для линейных методов.

7. К полученному вектору признаков применяется логистическая регрессия.

Для предобработки и получения признаков использовалась библиотека машинного

обучения scikit-learn [17], для классификации применялся пакет liblinear [12].
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1.4 Метрики качества

По статистике, только 9% исходного потока сообщений из Твиттера, найденных по

запросу про Яндекс и его продукты, выражают тональность по отношению к компа-

нии Яндекс. Это делает первый этап классификации задачей с несбалансированной

выборкой, для которой многие исследователи ([18], [19]) предлагает использовать

меры качества, отличные от доли верных ответов (accuracy). В частности, подходят

меры точность P , полнота R и F -мера, которые и будут использоваться в дальнейшем

в данной работе. Значения этих показателей измеряются для классов положитель-

ных и отрицательных сообщений (при этом применяется мера F9/7, поскольку для

данной задачи идеальным показателем можно считать R = 90% и P = 70%), а также

для класса тональных сообщений.
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2 Предварительное исследование для определения

узкого места по качеству

Предложенный способ классификации представляет собой конвейер (англ.

“pipeline”). На первом уровне разделяются нейтральные и тональные сообщения, а на

втором — положительные и отрицательные. При этом важными классами являются

положительные и отрицательные сообщения. Стандартной техникой для улучшения

такой системы является анализ верхних границ качества конвейера (англ. “pipeline

ceiling analysis”) [20]. Суть этой техники следующая: слева направо нужно давать

100% качество для элементов конвейера и смотреть на выходные метрики. Потом

рассчитать изменения качества между слоями и работать над слоем с наибольшим

приростом. В данном случае такое исследование сводится к следующему: нужно вы-

брать класс только тональных сообщений и посмотреть, как алгоритм разделяет его.

Далее в табл. 1 приводятся полученные результаты для теста tweets6000 при обуче-

нии на tweets26000.

Тип теста F tonal
9/7 F

positive/negative
9/7 Rtonal Rpositive Rnegative P tonal P positive P negative

Ideal 1 0,719 1 0,646 0,789 1 0,654 0,786

Baseline 0,441 0,345 0,901 0,464 0,808 0,239 0,282 0,158

Таблица 1: Сравнение качества иерархических классификаторов в зависимости от обычно-

го/идеального первого уровня

Целевой метрикой изначально является F
positive/negative
9/7 (F-мера, усредненная по

классам положительных и отрицательных сообщений). Если сделать идеальным пер-

вый уровень классификации, получим прирост δ1 = 0, 374, а если сделать идеальным

второй при наличии идеального первого, то будет прирост δ2 = 0, 281. Таким образом,

наибольший потенциальный прирост качества можно получить на первом слое.

Эти результаты говорят о том, что отделение положительных сообщений от отри-

цательных — простая задача, если изначально удалось хорошо разделить нейтраль-

ные и тональные. Поэтому основные усилия в данной работе сосредоточены именно

на задаче отделения нейтральных от тональных.
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Далее качество измеряется на выборке tweets26000 по схеме кросс-валидации по

10 фолдам. Более подробно, выборка X = {xi}Li=1 случайным образом делится на 10

примерно равных непересекающихся частей (фолдов) Xk, k = 1, . . . , 10 :
⊔10
k=1Xk =

X. После этого обучение алгоритма классификации производится на 9 фолдах, ко-

торые соответствуют X \ Xk, а качество Qk (это может быть P , R или F -мера) из-

меряется на одном оставшемся фолде Xk (будем называть его тестовым). В качестве

тестового фолда последовательно выбирается каждый Xk, k = 1, . . . , 10, а оценкой

кросс-валидации является среднее качество: QCV = 1
10

∑10
k=1Qk.
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3 Сэмплирование Гиббса для несбалансированных

выборок с дубликатами

Известно, что для работы с несбалансированными выборками должны приме-

няться специальные методы. Это связано с теми функционалами качества, которые

оптимизируют алгоритмы машинного обучения. Такие функционалы обычно явля-

ются верхней оценкой для доли верных ответов (accuracy), поэтому и оптимизируется

в некотором смысле именно эта величина. Однако, целевой метрикой в задаче отде-

ления тональных от нейтральных является F-мера либо точность P при выбранном

уровне полноты R.

3.1 Метод бутстрэпа

Одним из способов учета несбалансированности выборки является итерационный

сбор сбалансированной обучающей выборки (который обычно называют bootstrap).

Идея этого метода заключается в следующем:

1. На первой итерации берутся все объекты из класса-меньшинства и такое же

количество объектов из класса-большинства выбирается случайно. На полу-

ченных данных обучается классификатор.

2. На следующей итерации полученный классификатор применятся ко всем объ-

ектам из класса-большинства, для каждого объекта получаем вещественную

оценку — вероятность принадлежать классу-меньшинству.

3. Объекты сортируются по этой оценке, выбираются объекты с наибольшими

оценками (и, как следствие, наибольшей вероятностью ошибки). Количество

объектов берется равным количеству объектов класса-меньшинства.

4. На полученной выборке обучается вторая итерация классификатора.

5. И так далее.

Мотивация использования такой процедуры заключается в том, чтобы отобрать для

обучения алгоритма самые сложные примеры из класса-большинства.
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Рис. 1: Зависимость точности по классу тональных от полноты, сравнение бутстрэпа (hardest sample

bootstrap) и эталонного метода (baseline)

3.2 Качество бутстрэпа в задаче анализа тональности

К сожалению, прямое применение идеи бутстрэпа к выборке тональный/нейтральный

приводит к очень низкому качеству. Кривая полноты/точности для класса тональ-

ных сообщений приводится на рис. 1.

По графикам видно, что бустрэп только ухудшил качество, причем значительно.

Поскольку в выборке присутствуют полудубли (почти совпадающие сообщения), са-

мые сложные отобранные примеры могли оказаться недостаточно разнообразными.

Для увеличения разнообразия в данной работе предлагается использовать вероят-

ностное сэмплирование для порождения выборки.

3.3 Вероятностный бутстрэп

Пусть для каждого объекта xi нам известна вероятность неправильной класси-

фикации perrori . Введем на объектах распределение Pi ∼ exp−
1−perrori

T . Здесь T — пара-

метр температуры, который отвечает за “остроту” пиков распределения. Тогда мож-

но случайным образом породить необходимое число примеров из вышеописанного

мультиномиального распределения. Перебором по сетке было найдено оптимальное

значение T=3.

19



0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

P

R

 

 

baseline

gibbs sampling bootstrap

Рис. 2: Зависимость точности по классу тональных от полноты, сравнение вероятностного bootstrap

и baseline

Полученные результаты для такого вероятностного сэмплирования приведены на

рис. 2.

Видно, что предложенный метод успешно решает проблему недостаточного раз-

нообразия и, кроме того, позволять повысить качество по сравнению с обучением на

несбалансированной выборке в эталонном алгоритме.
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4 Учет синтаксиса, морфологии и эмоциональных

меток слов в задаче анализа тональности

4.1 Идеи улучшения признаков

Использование 4-грамм в эталонном алгоритме помогает решить проблему мор-

фологического разнообразия слов в русском языке, увеличивая статистику по входя-

щим в твит словам. Однако, такой подход приводит к появлению ложных тональных

слов. Например, слово “хоровод” при таком подходе даст значительный положитель-

ный вклад, поскольку первая 4-грамма “хоро” также встречается в тональном слове

“хороший”. Более точный подход связан с использованием лемматизации, при ко-

торой для слова находится его корректная начальная форма. Далее используются

только лемматизированные словоформы.

Также важно понимать ограничения модели униграмм, которая была использу-

ется в эталонном алгоритме. Она не учитывает взаимное расположение слов и син-

таксические связи между ними. Это плохо тем, что тональные слова в твите могут

относиться не к объекту оценки, а к другому слову, при этом алгоритм не будет знать

об этом. Приведем несколько реальных примеров:

• “вроде для яндекс.фотки тоже плагин есть для айфото. Фликр неудобный по-

моему”. Слово “неудобный” несет тональность, эта тональность отрицательная.

Однако, она никак не относится к сервису Яндекс.Фотки.

• “яндекс пробки показывает оптимистичную картину”. Непонятно, является ли

это сарказмом, но к сервису Яндекс.Пробки тональность никак не выражается.

При этом есть тональное слово “оптимистичный”.

• “Посоветуйте хороший торрент клиент для Ubuntu и нормальный аналог Пунто

Свитчера”. Тональное слово “хороший” никак не относится к продукту Яндекса

“Punto Switcher”.

Для устранения этого недостатка будут рассмотрены дополнительные признаки, ко-

торые будут описаны в следующих подразделах. Далее описываются структуры, на

основе которых строятся признаки, и сам метод порождения признаков.
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4.2 Биграммы и трехграммы по последовательности

Предлагается использовать словесные подстроки s длиной два и три слова, на-

зываемые биграммами и трехграммами соответственно. Например, если есть фраза

“Яндекс мне очень помог”, то в ней будут содержаться:

• Биграммы: “Яндекс мне”, “мне очень”, “очень помог”.

• Трехграммы: “Яндекс мне очень”, “мне очень помог”.

Трехграммы являются более точными индикаторами наличия тональности, одна-

ко статистики по ним меньше. Например, если встретилась трехграмма “мне очень

помог”, то количество ее вхождений в размеченный корпус твитов будет невелико

(возможно, это будет единственный твит, в котором пользователь выразил свое от-

ношение именно такими словами). Отсюда следует, что нужен либо очень большой

корпус для обучения (которого, как уже было отмечено, нет для задачи тональ-

ный/нейтральный), либо полезность трехграмм будет весьма ограниченной. Более

подробно, если трехграмма является редкой:

• Она повлияет на классификацию малого количества документов.

• Ее вхождение в документы только одного класса не позволит сделать вывод о

том, характерна ли она для этого класса. Она может встретиться случайно и

не относиться к объекту оценки, например.

Именно по указанным выше причинам в задачах анализа естественных языков не

используются 4-граммы по словам: статистики по ним будем совсем мало. Для би-

грамм же статистики больше, поэтому их полезность выше, чем для трехграмм. При

этом они все-таки учитывают взаимное расположение слов, в отличие от униграмм.

4.3 Биграммы и трехграммы по синтаксическому дереву раз-

бора

Для синтаксического дерева нет стандартных процедур порождения биграмм и

трехграмм, поэтому предлагается ввести кодировку на основе ребер дерева. Пусть
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есть фраза “Яндекс мне помог”. Тогда в дереве будут ребра “помог → Яндекс”, “по-

мог→ мне”. Понятно, что первое ребро и конструкция в целом полезна для распозна-

вания тональности, выраженной по отношению к объекту. Предлагается учитывать

ребра и два типа троек: тройки {x→ y, x→ z} и тройки {x→ y, y→ z}. Такие ребра

и тройки кодируют локальную структуру дерева, так же как обычные биграммы и

трехграммы кодируют локальную структуру последовательности. Кроме того, син-

таксическое дерево позволяет “подклеить” отрицательную частицу “не” к тем словам,

к которым эта частица относится. Например, “не помог” преобразуется в “не_помог”.

4.4 Морфологические признаки и метки эмоциональности

Дополнительная морфологическая информация, которую тоже следует учесть,

включает метки частей речи, которые являются одним из результатов работы лемма-

тизатора. Если от объекта оценки (Яндекс) есть синтаксическая связь с каким-либо

прилагательным, это может быть косвенным признаком выражения тональности.

Среди меток частей речи следует ввести дополнительные для эмотиконов (например,

“:)”) и восклицаний (например, “!!!”), потому что они тоже могут быть выражениями

тональности.

Еще одной полезной идеей является использование меток эмоциональности слова.

В данном эксперименте используются метки, полученные на основе ручного сбора

порядка 2000 тональных слов. Для положительных слов была проставлена метка

“positive”, для отрицательных — “negative”. В метке эмоциональности также учиты-

вается наличие отрицания за счет использования синтаксического дерева разбора:

при наличии отрицательной частицы тональность изменяется на противоположную.

4.5 Метод порождения признаков

В данном разделе будет описан метод порождения признаков на основе структур,

описанных в предыдущих разделах.

Пусть задано множество графов с занумерованными вершинами Sv = {Gi
v}Ki=1, где

Gv = (V,E,N), N : {1, . . . , |V |} → V — обратное нумерующее биективное отображе-

ние, E ⊂ {1, . . . , |V |}×{1, . . . , |V |}. Здесь имеется в виду, что параметром множества

и графа является тип вершины v. Нас будут интересовать два случая:
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1. Вершиной vt является множество {l, p, t, w}, где l ∈ L — лемма слова, p ∈

P — метка части речи, t ∈ T — метка тональности слова, w — специальный

элемент (смысл в том, чтобы признаки группировались по нему; такой элемент

в англоязычной литературе обычно называют “wildcard”).

2. Вершиной ve является один из элементов множества L ∪ P ∪ T ∪ {w}.

Введем кодирующее отображение на графах:

F : Svt → 2Sve ,

Gt = (Vt, Et, Nt),

Ge = (Ve, Ee, Ne),

F (Gv) = {Ge ∈ Se : |Ve| = |Vt| = N, Ee = Et, Ne(i) ∈ Nt(i), i = 1, . . . , N}.

По сути, это отображение задает декартово произведение на графе множеств.

Теперь остается ввести признаки классификации. Пусть дан твит d ∈ D. По нему

можно построить униграммы, биграммы и трехграммы по последовательности и син-

таксическому дереву. Все эти структуры, описанные в предыдущих разделах, явля-

ются графами Gt. Пусть извлечение множества структур-графов из твита d задается

отображением U : d → {Gi
t}
Kd
i=1. Тогда каждого твита d признаками классификации

будут tf (то есть число вхождений в твит) униграмм, полученных отображением

F (U(d)).

4.6 Результаты экспериментов

Предложенные признаки позволяют заметно улучшить качество по сравнению

с комбинацией “эталонный алгоритм”+“вероятностный бутстрэп”. Кривая полно-

ты/точности для полученного классификатора приводится на рис. 3.

Интересно отметить, что вероятностный бутстрэп еще более важен для новых

признаков, чем для простых униграмм. Это следует из рис. 4, на котором можно

наблюдать еще более значительную разницу, чем ранее для униграмм.

24



0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

R

P

 

 

syntactic + morphological
features + bootstrap

baseline + bootstrap

Рис. 3: Зависимость точности по классу тональных от полноты, сравнение синтаксических и мор-

фологических признаков с эталоном (в обоих случаях используется вероятностный бутстрэп)
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Рис. 4: Зависимость точности по классу тональных от полноты, сравнение с/без бутстрэп при ис-

пользовании синтаксических и морфологических признаков
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5 Сравнение эффективности логистической регрес-

сии и градиентного бустинга

5.1 Мотивация

Мотивацией к использованию градиентного бустинга являются результаты сорев-

нования Job Salary Prediction на известном ресурсе по машинному обучению Kaggle

[21]. Задача этого соревнования ставилась как регрессия по текстам. Команда автора

данной работы “natural_intelligence” заняла 15-ое место среди 294 команд и исполь-

зовала градиентный бустинг и отсечение по документной частоте для униграммных

признаков (будет описано далее). При этом линейная регрессия из известного пакета

Vowpal Wabbit, использованная командой “Keyser Söze”, не поднялась выше 36-ого

места. Эксперименты автора данной работы также показали низкую эффективность

линейных методов в задаче из соревнования.

Поскольку градиентный бустинг существенно обошел линейные методы в похожей

задаче по текстам, его использование кажется разумным и в данной задаче.

5.2 Эксперимент

Поскольку бустинг не может работать с таким большим количеством призна-

ков, которое получается при указанном методе порождения (их порядка 600000), в

первую очередь необходимо отобрать наиболее полезные (напомним, что в предло-

женной схеме все признаки представляют собой униграммную кодировку структур,

содержащих слова). Одним из способов провести такой отбор является сортировка

признаков по количеству самплов, в которых признак-униграмма присутствует, и от-

брасывание признаков с низкой частотой в корпусе. В соответствии с законом Ципфа,

предполагается падение встречаемости униграмм по закону N ∼ 1/xγ, где x — номер

униграммы в отсортированном по убыванию частоты списке, γ > 0 — константа (на

практике обычно порядка 1), N — количество вхождений униграммы в корпус. Та-

ким образом, отброшенные униграммы влияют на малое количество документов и не

так важны для распознавания. Кроме того, если признак встречается в малом числе

документов, статистики по нему недостаточно для использования в распознавании.
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Рис. 5: Зависимость точности по классу тональных от полноты, сравнение градиентного бустинга

и логистической регрессии

Применение этой идеи позволило сократить признаковое описание до 8000 (приме-

нялось условие N ≥ 10) и использовать бустинг. Использовался градиентный бустинг

[22] из пакета машинного обучения scikit-learn [23]. Следует отметить, что несбалан-

сированность выборки не так важна для бустинга, как для логистической регрессии.

Поэтому вероятностный бутстрэп не используется для бустинга, а для логистической

регрессии используется. Из полученной кривой полноты/точности, приведенной на

рис. 5, следует, что градиентный бустинг оказывается чуть хуже логистической ре-

грессии.
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6 Учет мета-информации из Твиттера

6.1 Идеи улучшения признаков

Ранее рассматривалась только текстовая информация, содержащаяся в сообще-

нии, то есть слова и лингвистические связи между ними. Однако, кроме этой ин-

формации есть еще данные про взаимосвязи сообщений, данные про пользователей,

скрытая во внешних http-ссылках информация, информация о найденных ключевых

словах в поиске по блогам. Предлагается использовать следующие данные в качестве

признаков:

1. Имя пользователя. Использование этих данных важно, поскольку значитель-

ную часть нейтральных сообщений составляют сообщения из новостных пото-

ков, генерируемых газетами и компаниями. Эти потоки являются пользовате-

лями, поэтому информация в имени позволит лучше фильтровать сообщения.

2. Наличие ретвита и наличие непустого ретвита (под ретвитами в данном случае

понимаются еще и ответы пользователей: между этими понятиями нет принци-

пиальной разницы в рамках данной задачи). Для этого выполняется деление

цепочки ретвитов на отдельные сообщения. Анализ содержания ретвита поле-

зен, поскольку непустой ретвит с большей вероятностью несет тональность, а

для пустого возможны разные варианты. Кроме того, сам факт ретвита может

быть связан с наличием тональности.

3. Является ли внешняя ссылка файлом или путем (заканчивается на знак “/” или

на домене).

4. Наличие домена yandex во внешней ссылке. Это может быть косвенным призна-

ком нейтральности сообщения, которое появилось в выдаче ППБ только из-за

домена в ссылке. Однако, на этапе информационного поиска такие сообщения

отбрасывать нельзя, потому что ссылка тоже может быть объектом оценки.

5. Ключевые слова, выделенные тэгом <b> в выдаче поиска по блогам. Таким

образом сохраняется информация о том, почему поиск счел данное сообщение

релевантным запросу (можно считать эти слова объектом оценки).
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Рис. 6: Зависимость точности по классу тональных от полноты, сравнение без учета/с учетом мета-

информации Твиттера

Чтобы из приведенных данных получить признаки, достаточно закодировать

их словами по схеме “префикс” + “номинальный признак” и по полученному мно-

жеству униграмм рассчитать tf-признаки. Например, если нет ретвита, можно

взять униграмму “no_retweet”, а если встретилось ключевое слово “яндекс” — то

“key_word_яндекс”.

6.2 Эксперимент

Для проведения эксперимента фиксировалась комбинация “алгоритм логистиче-

ской регрессии”+“вероятностный бутстрэп”+“синтаксические признаки”, описанный

в разделе 4. В этот алгоритм добавлялись описанные ранее мета-признаки. Полу-

ченная кривая полноты/точности приведена на рис. 6. Из сравнения кривых можно

сделать вывод, что учет мета-информации значительно улучшает качество распо-

знавания, особенно в зоне высокой полноты. Следует отметить, что именно эта зона

представляет практический прикладной интерес, поэтому рост качества в ней осо-

бенно важен.
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Рис. 7: Зависимость точности по классу тональных от номера итерации вероятностного бутстрэпа

7 Зависимость качества алгоритма от параметров

7.1 Качество вероятностного бутстрэпа в зависимости от чис-

ла итераций

Ранее число итераций бутстрэпа было зафиксировано значением 2 ввиду отсут-

ствия дальшейшего роста качества. В данном разделе этот вопрос исследуется более

подробно и приводятся графики качества. Под качеством понимается точность P

при фиксированном уровне полноты R. Графики соответствуют нескольким уров-

ням полноты R: 0.3, 0.5, 0.9. Они приведены на рис. 7.

Из графиков можно сделать два вывода:

1. Оптимальное значение числа итераций равно 2. Для большего числа итераций

заметны колебания качества, которые постепенно сходятся к некоторому уров-

ню насыщения, более низкому по сравнению со значением качества для двух

итераций.

2. Метод вероятностного бутстрэпа эффективен в области низкой (0.3) и средней

(0.5) полноты. С увеличением полноты эффективность этого метода снижает-

ся. В области высокой полноты (0.9) его применение приводит к ухудшению

качества по сравнению со случайной балансировкой данных.
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7.2 Сравнение методов работы с несбалансированными вы-

борками в области высокой полноты

Кроме бутстрэпа существует еще один известный метод работы с несбалансиро-

ванными выборками — назначение классу-меньшинству большего веса. Таким обра-

зом, штраф за ошибку на этом классе становится выше. В данном разделе исследу-

ется, какой метод оказывается лучше по метрике “точность на уровне полноты 90%”.

Далее эта метрика обозначается P90. Следует еще раз отметить, что именно область

высокой полноты является практически интересной в задаче промышленного анали-

за тональности. Поэтому указанная метрика представляет интерес с точки зрения

практической применимости метода.

Для исследования качества обоих методов были введены сетки по параметрам:

1. Для вероятностного бутстрэпа перебирались значения параметра 1
C

(C — па-

раметр регуляризации логистической регрессии) в диапазоне [0.001, 1], а также

значения температуры в диапазоне [0.01, 20]. По каждому параметру сетка со-

держит 10 значений, то есть всего 100 точек.

2. Для метода с весами перебирались значения параметра 1
C
(C — параметр регу-

ляризации логистической регрессии) в диапазоне [0.001, 0.5], а также значения

веса объектов класса тональных сообщений w в диапазоне [1, 60]. По каждому

параметру сетка содержит 10 значений.

По итогам максимизации качества по сетке (лучшая точка по сетке являлась старто-

вой для метода оптимизации Нелдера-Мида) было установлено, что вероятностный

бутстрэп позволять достичь качества P90 = 0.25, в то время как метод с весами —

P90 = 0.2625. Таким образом, в области высокой полноты метод с весами оказывает-

ся более эффективен. Далее производится исследование этого метода и приводятся

значения оптимальных параметров для него.
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Рис. 8: Зависимость от параметров точности P90 по классу тональных

7.3 Зависимость качества от параметров для алгоритма с ве-

сами

У предложенной схемы есть два параметра: параметр регуляризации логистиче-

ской регрессии 1
C
и вес w объектов класса-меньшинства. Двухмерная поверхность за-

висимости качества от указанных параметров (построенная по сетке из предыдущего

раздела) приводится на рис. 8. Оптимальными параметрами являются 1
C

= 0.049 и

w = 27.90. Стоит отметить, что оптимальным значением веса w является не 10.49, ко-

торое соответствует выравниванию сумм весов тональных и нейтральных сообщений

в обучающем множестве (именно во столько раз тональных больше, чем нейтраль-

ных). Однако, именно в районе w = 10 наблюдается резкий скачок качества, а при

дальнейшем увеличении веса качество растет незначительно. Таким образом, в целом

идея выравнивания сумм весов оказывается адекватной выбранной метрике качества

P90.

7.4 Зависимость качества от размера выборки

Для размера выборки на рис. 9 приводится график качества при зафиксирован-

ных оптимальными значениями двух других параметрах. Заметно переобучение: за-

зор между качеством на обучении и контроле остается значительным даже для мак-
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Рис. 9: Зависимость точности на обучении (train) и контроле (test) от размера выборки

симального размера выборки. Однако, эксперименты показывают, что уменьшение

переобучения в данной задаче не приводит к росту качества: обе кривые опускаются

и становятся ближе друг к другу.
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8 Обсуждения и выводы

По итогам обзора литературы и проведенного исследования было установлено,

что задача определения тональности сообщения в Твиттере относительно компании

является сложной для машинного обучения. Классический униграммный подход ра-

ботает плохо, и необходимо использовать дополнительную информацию — лингви-

стические признаки и мета-данные из Твиттера.

Несмотря на значительное улучшение качества по сравнению с эталоном, основ-

ными проблемами предложенного метода остаются:

1. Недостаточный размер выборки для подзадачи нейтральный/тональный. Даже

при максимальном размере выборки 26000, среди них только 2600 сообщений

являются тональными. Интуитивно понятно, что такого количества недоста-

точно для решения данной задачи (естественный язык обладает большим раз-

нообразием форм выражения эмоций). Хотя на рис. 9 наблюдается лишь слабый

рост качества с ростом размера выборки, статистики явно недостаточно, чтобы

говорить о насыщении. В отличие от классических “кривых обучения”, у дан-

ной кривой множество признаков не фиксировано и увеличивается с размером

выборки. Это дает основания полагать, что при увеличении размера выборки

качество продолжит расти.

2. Отсутствие масштабной разметки слов по тональности. В данной работе при-

меняется словарь размером примерно 2000 слов, и этого явно недостаточно.

Реальные примеры:

• “Я смотрю <b>Yandex</b> Fotki сильно допилили за год. Думаю, может

туда переехать с Flickr. Хм?”. В данном сообщении пользователь выража-

ет положительное отношение к сервису Яндекс.Фотки. Однако, алгоритм

присвоил ему лишь 33% вероятность быть тональным. Проблема в том, что

словосочетание “сильно допилили” не учтено в словаре тональных слов.

• “<div>Моё доверие <b>яндекс</b> утратил...Как так можно...Перепутать

Россия 2 и Первый? Когда Россия-Канада играют...</div>”. Здесь выра-

жается отрицательная тональность, но алгоритм присваивает лишь 55%
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вероятность быть тональным. Проблема, опять же, со словом “утратил”,

которого нет в словаре тональных.

3. Недостаточно качественное выделение объекта оценки. Пример реального со-

общения: “закончится эта неделя, закончится <b>мой</b> круг ада, тобеш

закончатся все контрольные и зачеты”. Здесь Поиск по Блогам выделил “мой

круг” из-за сходства с сервисом Яндекса “Мой Круг”. Однако, в данном контек-

сте эта фраза несет другой смысл. При этом из-за наличия сильных тональных

слов этот твит был отнесен к тональным с вероятностью 82%.

4. Сложность машинного анализа смысла естественного языка. Пример: “не нра-

вится мне, что в <b>яндекс-картах</b> весь литейный красный;(((”. Это сооб-

щение является тональным с вероятностью 90% по оценке алгоритма. Однако,

только человеческие знания о том, что “литейный” не является атрибутом Ян-

декса, помогают отнести его к нейтральным.
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9 Заключение

В данной работе получены следующие результаты:

• Разработан 2-х этапный метод классификации эмоциональной окраски сообще-

ний.

• Предложен метод вероятностного бутстрэпа для несбалансированных выборок

с полудублями.

• Предложен метод учета дополнительной информации о морфологии, синтакси-

се, метках тональности слов и мета-информации из Твиттера.

• Показано, что в совокупности применение предложенных методов позволяет

улучшить точность и полноту.
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