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Аннотация

В последнее время задачу рекомендаций часто формулируют и ре-
шают, сводя её к задаче обучения с подкреплением. Важной проблемой
является баланс между эксплуатированием известных знаний о пользо-
вателе и исследованием его предпочтений с целью своевременного под-
страивания под новые интересы. В работе изучаются стратегии иссле-
дования среды в полученной постановке. Для стимулирования агента к
разнообразию рекомендаций предлагается использовать случайные про-
цессы Орнштейна-Уленбека. Полученные модели тестируются на набо-
ре данных Movielens (1M). Эксперименты показывают, что при исполь-
зовании предложенного подхода ускоряется сходимость и улучшаются
итоговые результаты модели.

Ключевые слова: рекомендательные системы, обучение с под-
креплением, Deep Deterministic Policy Gradient (DDPG).
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1 Введение

Взаимодействие рекомендательной системы и пользователя — это слож-
ный процесс. Часто он является многошаговым, в процессе рекомендаций
могут возникать новые интересы пользователя или возобновляться ста-
рые. Особенный интерес представляют поисково-рекомендательные сце-
нарии, когда на любом шаге стратегии пользователя могут измениться,
нет четко определенной цели поиска или нет четкого понимания, какая
именно информация поможет ответить на пользовательский поисковый
запрос. Для такого рода задач подходящим методом решения представ-
ляется обучение с подкреплением.

Длительное время для задачи рекомендаций использовались много-
рукие и контекстуальные бандиты, например [1], однако они имеют ряд
ограничений. В классических многоруких бандитах считается, что на
награду влияет только сделанное действие, в контекстуальных — добав-
ляется учёт текущего состояния среды, однако и эта группа алгоритмов
не предназначена для сложных, «многоходовых» стратегий.

В последнее время возрастает интерес к полноценным постановкам
обучения с подкреплением для рекомендательных систем. Поскольку
множество объектов (товаров, фильмов, статей и т.д.), доступных для
рекомендаций, обычно велико, пространство состояний в обучении с под-
креплением выгодно делать непрерывным. В этих условиях перспектив-
ные алгоритмы из обучения с подкреплением, применимые к рекомен-
дациям, можно разделить на 2 типа. В первом содержатся продвинутые
on-policy методы, такие как PPO [2], trulyPPO [3]. Во втором — такие
off-policy методы как DDPG [4] и TD3 [5].

В данной работе исследуются алгоритмы второго типа. В настоящее
время они чаще встречаются в публикациях, например [6–9]. Их реко-
мендации получаются детерминированными как в процессе тренировки,
так и при применении обученной модели. Это является недостатком, по-
скольку для построения ценных рекомендаций важно исследовать реко-
мендательную среду.

В данной работе для поощрения исследования среды предлагается
добавлять к детерминированным предсказаниям агента шум, сгенериро-
ванный из процесса Орнштейна — Уленбека. В отличие от гауссовского
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шума его значения к текущему моменту времени коррелируют с преды-
дущими. Он более точно соотносится с целями исследования среды и
поэтому больше подходит для применения в задаче рекомендаций. На-
сколько известно, до этого в обучении с подкреплением применительно
к рекомендательным системам этот подход не использовался.

Таким образом, основной целью данной работы является анализ и
устранение недостатков текущих подходов к обучению с подкреплением
в рекомендательных средах, вызванных недостаточным исследованием
среды агентом из-за детерминированности предсказаний. В рамках по-
ставленной цели необходимо решить следующие задачи:

1. Найти и подготовить датасет для рекомендательного моделирова-
ния.

2. Реализовать алгоритм тренировки модели на основе подхода
актор-критик (предлагается использовать Deep Deterministic Policy
Gradient [4]).

3. Стимулировать алгоритм из пункта 2 (DDPG) к исследованию сре-
ды за счет добавления к детерминированным предсказаниям агента
шум, сгенерированный из процесса Орнштейна — Уленбека.

С точки зрения практического исполнения данная работа включает в
себя имплементацию алгоритма DDPG [4]. Код, воспроизводящий экспе-
рименты, размещен по ссылке https://github.com/shashist/recsys-rl
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2 Рекомендательная система

2.1 Постановка задачи

Заданы:

∙ 𝑈 =
{︀
𝑢𝑗| 𝑢𝑗 ∈ R𝑘, 𝑗 ∈ 1, . . . 𝑛𝑢𝑠𝑒𝑟𝑠

}︀
— множество субъектов (поль-

зователей/users), для удобства преобразованных в векторы. Это
преобразование можно сделать например с помощью матричной
факторизации или VAE [10].

∙ 𝐼 =
{︀
𝑖𝑗| 𝑖𝑗 ∈ R𝑘, 𝑗 ∈ 1, . . . 𝑛𝑖𝑡𝑒𝑚𝑠

}︀
— множество объектов (рекомен-

дуемых фильмов/items), преобразованных в векторы той же раз-
мерности, что и пользователи.

∙ 𝑅 = ‖𝑟𝑢𝑖‖ — матрица рейтингов размера 𝑛𝑢𝑠𝑒𝑟𝑠 × 𝑛𝑖𝑡𝑒𝑚𝑠, 𝑟𝑢𝑖 ∈ 1, 5

В рекомендательных системах существуют различные постановки за-
дач, такие как прогнозирование неизвестных рейтингов 𝑟𝑢𝑖, оценивание
сходства 𝜌(𝑢, 𝑢′), 𝜌(𝑖, 𝑖′), 𝜌(𝑢, 𝑖) и т. д. В данной работе исследуются ме-
тоды, формирующие список рекомендаций для пользователей.

Более формально, для каждого пользователя 𝑢 ∈ 𝑈 требуется по-
строить список 𝑦 = {𝑦𝑗}𝑁𝑗=1 из наиболее релевантных объектов, отсорти-
рованный по убыванию.

Для того, чтобы определять, насколько построенный алгоритмом
список соответствует истинным значениям релевантности, введём два
критерия качества:

𝐻𝑅@𝑝(𝑦) =

𝑝∑︁
𝑗=1

𝑟𝑒𝑙𝑦𝑗 ;

𝐷𝐶𝐺@𝑝(𝑦) =

𝑝∑︁
𝑗=1

𝑟𝑒𝑙𝑦𝑗
log2(𝑗 + 1)

;

где 𝑟𝑒𝑙𝑦𝑗 = 1, если объект 𝑦𝑗 релевантен (𝑟 > 3), иначе 0.
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Первый критерий (Hit Rate) считает количество релевантных объ-
ектов среди первых 𝑝 элементов списка. Второй (Discounted Cumulative
Gain) дополнительно дисконтирует это количество, учитывая позицию в
рекомендованном списке. Поскольку важнее правильно выдавать наибо-
лее релевантные объекты, для знаменателя больше подходит логарифм
порядкового номера из списка, а не этот номер напрямую.

В дальнейшем будем оптимизировать усреднённые значения этих
критериев по всем подвыборкам (батчам) из тестовой выборки.

2.2 Сведение к задаче обучения с подкреплением

Традиционные подходы к решению задачи рекомендаций используют
коллаборативную фильтрацию [11, 12] или контентно-основанные реко-
мендации [13, 14]. Эти методы имеют ряд недостатков: проблема холод-
ного старта, отсутствие возможности онлайн-обучения, необходимость
хранить в памяти всю матрицу рейтингов. Кроме того, такие подходы
основываются на исторических данных и не учитывают постоянно воз-
никающих новых интересов пользователей.

Рис. 1: Анализ последовательных рекомендаций. Взято из [15]

В работе [15] (рис. 1) показан пример того, как начальные рекомен-
дации влияют на дальнейшие оценки пользователей. Видно, что если
система последовательно рекомендует пользователю релевантные това-
ры, то он будет склонен ставить более высокие оценки и наоборот. Это
показывает, что рекомендации пользователю следует рассматривать как
последовательный процесс принятия решений.
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Стандартным подходом к решению подобных задач является обуче-
ние с подкреплением. Оно позволяет явно использовать последователь-
ность действий пользователя, чтобы лучше подстраиваться под его ин-
тересы.
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3 Обучение с подкреплением

3.1 Постановка задачи

В задачах обучения с подкреплением рассматривается агент, взаимодей-
ствующий со средой. Конечная цель — научить агента совершать опти-
мальные действия для достижения заданной цели.

Задано множество 𝒮 состояний среды и множество 𝒜 доступных дей-
ствий агента. Введём также функцию переходов 𝒫 : 𝒮 ×𝒜× 𝒮 → [0, 1].

Согласно гипотезе Р. Саттона, автора книги [16], произвольные цели
и задачи могут быть сформулированы как максимизация математическо-
го ожидания суммы последовательно полученного скалярного сигнала.
В обучении с подкреплением сигнал, получаемый от среды, называется
функцией награды ℛ : 𝒮 ×𝒜× 𝒮 → R.

В момент времени 𝑡 агент наблюдает состояние среды 𝑠𝑡 ∈ 𝒮, со-
вершает действие 𝑎𝑡 ∈ 𝒜 в соответствии со свой стратегией (политикой,
policy) 𝜋 : 𝒮 × 𝒜 → [0, 1] = P(𝑎𝑡|𝑠𝑡), переходит в состояние 𝑠𝑡+1 и полу-
чает награду 𝑟𝑡.

Часто удобно задавать стратегию агента в параметрическом виде:
𝜋𝜃 = P(𝑎|𝑠, 𝜃). Решить задачу обучения с подкреплением означает найти
стратегию, максимизирующую дисконтированную сумму наград:

𝐽(𝜃) = E𝜋𝜃

[︃ ∞∑︁
𝑘=0

𝛾𝑘𝑟𝑡+𝑘

]︃
→ max

𝜋𝜃

,

где 𝛾 ∈ [0, 1) — параметр дисконтирования, гарантирующий, что беско-
нечная сумма не будет расходиться при конечных значениях награды.

3.2 Среда для рекомендательной системы

1. Вектор состояния среды будем описывать аналогично [15]. Он со-
стоит из вектора текущего пользователя 𝑢, вектора, отражающего
𝑛 последних релевантных для него объектов и вектора, содержа-
щего их попарные произведени (рис. 2).
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Рис. 2: Описание состояния среды. Взято из [15]

𝑠 = [𝑢, 𝑢⊗ {𝑤𝑙𝑖𝑙 | 𝑙 = 1, ..., 𝑛}, {𝑤𝑙𝑖𝑙 | 𝑙 = 1, . . . , 𝑛}] ∈ R3𝑘,

где 𝑤𝑙 — веса понижающего размерность слоя, показывающие важ-
ность объекта 𝑖𝑙, а символом ⊗ обозначено поэлементное произве-
дение.

2. Действия агента удобно задавать с помощью вектора 𝑎 ∈ R𝑘, сле-
дуя статье [17]. Пользователю рекомендуется объект, скалярное
произведение которого с вектором 𝑎 наибольшее:

𝑖 = argmax
𝑖𝑗∈𝒜

𝑖𝑗𝑎
𝑇 ,

3. Наконец награды будем задавать следующим образом

(𝑟𝑡 ∈ ℛ, 𝑟𝑢𝑖 ∈ 𝑅):

𝑟𝑡 =

{︃
1, если 𝑟𝑢𝑖 > 3

0, иначе

3.3 Методы решения

В обучении с подкреплением можно выделить 2 типа методов (см. рис. 3).
В первой группе (model-based) выучивается модель среды 𝑝(𝑠𝑡+1|𝑠𝑡, 𝑎𝑡),

что требует большого количества наблюдений и времени. В ранних ра-
ботах, например в [18] предпринимались попытки использовать model-
based подходы, однако это мало применимо для рекомендательных си-
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Policy-based Value-based

Model-Based

Model-Free

Actor-critic

Рис. 3: Группы алгоритмов обучения с подкреплением

стем из-за высокой ресурсозатратности, далее этот подход рассматри-
ваться не будет.

Алгоритмы из второй группы либо выучивают функцию ценности и
используют её для формирования стратегии (value-based), либо парамет-
ризуют стратегию и обновляют её напрямую (policy-based), либо делают
и то и то (actor-critic). В работе исследуется метод, относящийся к клас-
су актор-критик. Для целостности изложения кратко опишем все три
класса алгоритмов.

3.3.1 Value-based

Введём функцию ценности:

𝑉 𝜋(𝑠) = E𝜋

[︃ ∞∑︁
𝑘=0

𝛾𝑘𝑟𝑡+𝑘+1|𝑠𝑡 = 𝑠

]︃

и Q-функцию:

𝑄𝜋(𝑠, 𝑎) = E𝜋

[︃ ∞∑︁
𝑘=0

𝛾𝑘𝑟𝑡+𝑘+1|𝑠𝑡 = 𝑠, 𝑎𝑡 = 𝑎

]︃
11



Выучив оптимальное значение Q-функции можно задать стратегию,
например как 𝜋(𝑠𝑡) = argmax

𝑎𝑡

𝑄(𝑠𝑡, 𝑎𝑡)

В непрерывных средах трудно применять напрямую данный подход,
поскольку это требует жадной оптимизации на каждом шаге. Вместо это-
го воспользуемся подходом актор-критик, где критик будет выучивать
𝑄 - функцию, а актор — политику. Для этого предварительно опишем
часть, связанныю с актором в следующем подразделе.

3.3.2 Policy-based

Алгоритмы, основанные на оптимизации политики, обновляют парамет-
ры 𝜋𝜃, максимизируя ожидаемую награду 𝐽(𝜃). ∇𝜃𝐽(𝜃) можно рассчи-
тать, используя результат из [19] (считая 𝜋𝜃 дифференцируемой по 𝜃):

∇𝜃𝐽(𝜃) = E𝑠∼𝜌𝜋,𝑎∼𝜋𝜃
[∇𝜃 log 𝜋𝜃(𝑎|𝑠)𝑄𝜋(𝑠, 𝑎)] ,

где дополнительно введено распределение состояний с учётом дис-

контирования 𝜌𝜋(𝑠) =
∞∑︀
𝑡=1

𝛾𝑡−1P(𝑠𝑡 = 𝑠|𝑠0, 𝜋)

Истинные значения 𝑄 - функции обычно неизвестны, их можно заме-
нить например на дисконтированные суммы полученных в сессии наград.

3.3.3 Actor-Critic

В подходе актор-критик обучается и параметризованная 𝑄-функция
𝑄𝜃𝑄(𝑠, 𝑎) (критик) и политика 𝜋𝜃 (актор), так что для вычисления ∇𝜃𝐽(𝜃)
используется значение 𝑄𝜃𝑄(𝑠, 𝑎).

Заметим, что вычисление ∇𝜃𝐽(𝜃) требует интегрирования и по про-
странству состояний, и по пространству действий, что требует большего
количества данных, особенно при больших размерностях. Традицион-
ным является подход с использованием детерминированной политики,
для неё градиент ожидаемой награды ∇𝜃𝐽(𝜃) имеет вид [20]:

∇𝜃𝐽(𝜃) = E𝑠∼𝜌𝜋
[︀
∇𝑎𝑄(𝑠, 𝑎)|𝑎=𝜋(𝑠)∇𝜃𝜋𝜋(𝑠)

]︀
12



В результате получим следующий алгоритм:

Алгоритм 1 Deep Deterministic Policy Gradient (DDPG).

1: Инициализировать критик 𝑄𝜃𝑄(𝑠, 𝑎) весом 𝜃𝑄 и актор 𝜋𝜃𝜋(𝑠) весом 𝜃𝜋

2: Инициализировать 𝑄′ весом 𝜃𝑄
′
= 𝜃𝑄 и 𝜋′ весом 𝜃𝜋

′
= 𝜃𝜋

3: Инициализировать буфер 𝐵
4: for episode = 1, . . . ,𝑀 do
5: Инициализировать случайный процесс 𝑃
6: for 𝑡 = 1, . . . , 𝑁 do
7: Выбрать действие 𝑎𝑡 = 𝜋(𝑠𝑡) + 𝑃𝑡 в соответствии с текущей по-

литикой и добавочным шумом
8: Сделать действие 𝑎𝑡, получить награду 𝑟𝑡, перейти в состояние

𝑠𝑡+1

9: Сохранить (𝑠𝑡, 𝑎𝑡, 𝑟𝑡, 𝑠𝑡+1) в 𝐵
10: Сэмплировать 𝑁 штук (𝑠𝑖, 𝑎𝑖, 𝑟𝑖, 𝑠𝑖+1) из 𝐵
11: Вычислить 𝑦𝑖 = 𝑟𝑖 + 𝛾𝑄′(𝑠𝑖+1, 𝜋

′(𝑠𝑖+1))
12: Обновить критик, минимизируя 𝐿 = 1

𝑁

∑︀
𝑖

(𝑦𝑖 −𝑄𝜃𝑄(𝑠𝑖, 𝑎𝑖))
2

13: Обновить актор, используя сэмплированный градиент политики:

∇𝜃𝜋𝐽 ≈ 1

𝑁

∑︁
𝑖

∇𝑎𝑄(𝑠, 𝑎)|𝑠=𝑠𝑖,𝑎=𝜋(𝑠𝑖)∇𝜃𝜋𝜋(𝑠)|𝑠=𝑠𝑖

14: Обновить веса:
𝜃𝑄

′
= 𝜏𝜃𝑄

′
+ (1 − 𝜏)𝜃𝑄

𝜃𝜋
′
= 𝜏𝜃𝜋

′
+ (1 − 𝜏)𝜃𝜋

15: end for
16: end for

Далее мы остановимся подробнее именно на этом алгоритме и зада-
димся целью стимулировать его к исследованию среды.
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4 Исследование среды

4.1 Постановка задачи

Введём семейство P = {𝑃𝛼} случайных процессов. Итоговой целью бу-
дет подобрать такой случайный процесс 𝑃 ∈ P , при использовании ко-
торого обучение модели по алгоритму 1 будет максимизировать критерии
качества DCG@10 и HR@10.

В качестве семейства P рассмотрим процессы Орнштейна - Уленбе-
ка.

4.2 Процесс Орнштейна — Уленбека

Рассмотрим следующее стохастическое дифференциальное уравнение:

𝑑𝑂𝑡 = 𝜃(𝜇−𝑂𝑡) 𝑑𝑡 + 𝜎𝑑𝑊𝑡,

где 𝜃 > 0, 𝜎 > 0 и 𝜇 ∈ R — параметры, а 𝑊𝑡 — винеровский процесс.
Таким уравнением задаётся процесс 𝑂𝑡 Орнштейна — Уленбека [21].

Рис. 4: Сравнение гауссовского шума (слева) и шума из процесса Орн-
штейна — Уленбека (адаптировано с сайта quora.com)

В отличие от гауссовского шума, для процесса Орнштейна — Уленбе-
ка шум, сгенерированный к текущему моменту, коррелирует с предыду-
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щим, поэтому знак шума сохраняется на более длительном промежутке
времени, а не меняется скачкообразно.

В частности процесс Орнштейна — Уленбека используется для мо-
делирования движения броуновской частицы с трением. Параметром 𝜇
описывается равновесное состояние, 𝜎 — дисперсия, вызванная соударе-
ниями, 𝜃 — «сила притяжения» к исходному состоянию.

Далее в эксперименте зафиксируем 𝜇 = 0, 𝜃 = 0.15, а параметр 𝜃
будем подбирать, максимизируя DCG@10 и HR@10.

Для практической реализации удобно воспользоваться методом Эй-
лера–Маруямы и дискретизировать стохастическое дифференциальное
уравнение, приводя его в к виду:

𝑂𝑛+1 = 𝑂𝑛 + 𝜃(𝜇−𝑂𝑛) ∆𝑡 + 𝜎 ∆𝑊𝑛,

здесь ∆𝑊𝑛 = 𝑊𝑡𝑛+1
−𝑊𝑡𝑛 ∼ 𝒩 (0,∆𝑡) =

√
∆𝑡 𝒩 (0, 1)
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5 Вычислительный эксперимент

5.1 Данные

Для экспериментов был выбран набор данных с рейтингами фильмов
Movielens (1M) [22], содержащий:

∙ 6040 пользователей;

∙ 3952 фильмов;

∙ 1000209 выставлений рейтингов.

В обучающая выборку были случайным образом отложены 80% рей-
тингов, оставшиеся 20% — в тестовую.

Из данных были убраны пользователи с менее чем 20 рейтингами
в обучающей выборке. После этого оставшиеся пользователи и фильмы
были преобразованы в векторы размерности 𝑘 = 8, сгенерированными
из нормального распределения с математическим ожиданием 𝑚𝑛𝑜𝑟𝑚𝑎𝑙 =
0 и среднеквадратическим отклонением 𝜎𝑛𝑜𝑟𝑚𝑎𝑙 = 0.01, которые далее
обновлялись вместе с другими параметрами модели.

5.2 Агент

В качестве актора и критика для алгоритма 1 использовались двухслой-
ные персептоны со скрытым слоем размера 16.

Актор:
𝜇𝜃𝜇(𝑠) = (𝜃𝜇3 )

𝑇 ·𝑅𝑒𝐿𝑈
(︁

(𝜃𝜇1 )
𝑇
𝑠 + 𝜃𝜇2

)︁
+ 𝜃𝜇4 ,

где 𝜃𝜇1 ∈ R24×16, 𝜃𝜇2 ∈ R16, 𝜃𝜇3 ∈ R16×8, 𝜃𝜇4 ∈ R8

Критик:

𝑄𝜃𝑄(𝑠, 𝑎) =
(︁
𝜃𝑄3

)︁𝑇

·𝑅𝑒𝐿𝑈

(︂(︁
𝜃𝑄1

)︁𝑇
[︂
𝑠
𝑎

]︂
+ 𝜃𝑄2

)︂
+ 𝜃𝑄4 ,

где 𝜃𝑄1 ∈ R32×16, 𝜃𝑄2 ∈ R16, 𝜃𝑄3 ∈ R16×1, 𝜃𝑄4 ∈ R1
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5.3 Валидация модели

Процесс оценивания качества модели описан в алгоритме 2

Алгоритм 2 Схема валидации

1: Разбить тестовую выборку на батчи {𝑋𝑗}𝑀𝑗=1по 100 элементов, где 1
релевантный, 99 случайно без повторов выбраны из нерелевантных

2: for t = 1, . . .𝑀 do
3: Получить текущее состояние среды 𝑠𝑡
4: Вычислить вектор предсказаний модели 𝑎𝑡
5: Составить список рекомендаций 𝑦 = 𝑎𝑟𝑔𝑡𝑜𝑝10

𝑖𝑗∈𝑋𝑡

(︀
𝑖𝑗𝑎

𝑇
𝑡

)︀
,

где 𝑎𝑟𝑔𝑡𝑜𝑝𝑘 — операция, возвращающая 𝑘 наибольших элементов,
отсортированных по убыванию

6: Вычислить DCG@10(y), HR@10(y)
7: end for

Выход: средние значения DCG@10, HR@10 за 𝑀 батчей

5.4 Результаты

В ходе обучения критерии качества измерялись двумя способами. Раз в
10000 шагов измерялось качество на всей тестовой выборкее, раз в 100
шагов — на одном случайно выбранном изначально пользователе.

Рис. 5: Кривая обучения DCG@10
для одного пользователя

Рис. 6: Кривая обучения DCG@10
для всех пользователей
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Синим затемнением на графике отмечено стандартное отклонение по
трём запускам модели без шума.

Рис. 7: Кривая обучения HR@10
для одного пользователя

Рис. 8: Кривая обучения HR@10
для всех пользователей

Для итогового вычисления качества модели использовались наилуч-
шие веса из истории оценивания по всем пользователям. Результаты
представлены в таблице 1

Модель DCG@10 HR@10
𝜎 = 0.6 0.268 0.487
𝜎 = 0.4𝜎 = 0.4𝜎 = 0.4 0.282 0.509
𝜎 = 0.2 0.282 0.504

без шума 0.254 0.454
Случайные рекомендации ∼ 0.05 ∼ 0.1

Таблица 1: Сравнение разных вариантов шума

Видно, что использование шума повышает как итоговые критерии
качества, так и их промежуточные значения в процессе обучения.
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6 Заключение

6.1 Итоги работы

В рамках проведенного исследования была достигнута поставленная
цель и решены сформулированные в начале исследования задачи. На
защиту выносятся следующие результаты:

1. Разработана модель ранжирования рекомендаций на основе алго-
ритма обучения с подкреплением актор-критик с использованием
стохастических процессов Орнштейна — Уленбека

2. Показано, что оптимизация дисперсии процессов Орнштейна —
Уленбека улучшает качество рекомендаций по критериям DCG и
HR.

3. Показано, что детерминированные предсказания затрудняют ис-
следование среды агентом.

6.2 Дальнейшие исследования

Рассматриваются следующие возможные варианты развития данной ра-
боты:

1. Изучить подходы к построению состояний среды.

2. Сравнить рассмотренный в данной работе метод с другими упомя-
нутыми перспективными алгоритмами, такими как trulyPPO [3].

3. Исследовать более сложные постановки задач рекомендательного
моделирования, включая многошаговые рекомендательные сцена-
рии, где на каждой итерации происходит переформулировка или
уточнение запроса. Такая постановка задачи близка к разведочно-
му поиску. Обычно разведочный поиск включает в себя несколько
итераций поисковых запросов, а также используется в случаях, ко-
гда пользователь не имеет четкого запроса или представления о
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требуемом результате поиска. Цель такого поиска — не только най-
ти информацию, точно соответствующую запросу, но и осознать,
изучить новую тему. Обучение с подкреплением — подходящий ме-
тод для решения такой задачи. Таким образом, данное исследова-
ние может быть продолжено не только в рамках рекомендатель-
ного моделирования, но и в рамках алгоритмов поиска текстовых
документов.

Также в дальнейшем планируется перейти на использование фрейм-
ворка Catalyst (включен в Pytorch Ecosystem) [23].
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