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Фундаментальные основы искусственного интеллекта

1. Задачи машинного обучения
• Бум искусственного интеллекта и нейронных сетей
• Терминология машинного обучения
• Модели машинного обучения

2. Методология машинного обучения
• Нейронные сети и глубокое обучение
• Оптимизационные задачи машинного обучения
• Задачи машинного обучения с векторизацией объектов

3. Вопросы практического применения
• Особенности реальных данных 
• Необходимые условия применения ИИ
• Распределение ролей в проектах ИИ 
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«Четвёртая технологическая революция 
строится на вездесущем и мобильном 
Интернете, искусственном интеллекте 
и машинном обучении» (2016)
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Клаус Мартин Шваб, 
президент Всемирного 
экономического форума



Отчёты Белого дома США, май-октябрь 2016

«Nations with the strongest presence in AI R&D will establish 
leading positions in the automation of the future»
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По материалам отчёта    «PREPARING FOR THE FUTURE OF ARTIFICIAL INTELLIGENCE»

Некоторые из 23 рекомендаций
#1. Организации должны активно развивать партнёрство с научными 

коллективами для эффективного использования данных. 
#2. В приоритетном порядке развивать стандарты открытых данных 

для привлечения научного сообщества к решению задач. 
#8. Инвестировать в разработку систем автоматического управления 

воздушным трафиком. 
#11. Вести постоянный мониторинг развития ИИ в других странах.
#13. Приоритетно поддерживать фундаментальные и долгосрочные 

исследования в области искусственного интеллекта.
#14. Развивать образовательные программы по ИИ и курсы 

повышения квалификации для прикладных специалистов.
#20. Развивать международную кооперацию по ИИ. 
#22. Учитывать взаимовлияние ИИ и кибербезопасности. 

6



Национальная стратегия развития ИИ в РФ

10 октября 2019 г.
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Машинное обучение (Machine Learning, ML)

• одна из ключевых информационных 
технологий будущего

• наиболее успешное направление ИИ, 
вытеснившее экспертные системы и 
инженерию знаний
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• проведение функции через заданные точки 
в сложно устроенных пространствах

• математическое моделирование в условиях, 
когда знаний мало, данных много 

• тысячи различных методов и алгоритмов

• около 100 000 научных публикаций в год 



Задача машинного обучения с учителем

Этап №1 – обучение (train)

• На входе: 
данные – выборка пар «объект→ ответ»,
каждый объект описывается набором признаков

• На выходе:
модель, предсказывающая ответ по объекту

Этап №2 – применение (test)

• На входе: 
данные – новый объект

• На выходе:
предсказание ответа на новом объекте

Задача поставлена, 
если у неё есть «ДНК»:

• Дано
• Найти
• Критерий
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Шаги практического решения задач ML

Формализация постановки задачи

• Описание данных: дано (объекты, признаки), найти (ответы)
• Критерии для измерения качества ответов

Моделирование

• Методы предобработки или векторизации данных
• Предсказательные модели или их комбинации
• Критерий оптимизации
• Численные методы и инструментальные средства

Внедрение 

• Скорость обучения и применения
• Интеграция с информационными системами и бизнес-процессами
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Интерпретируемые модели ML

11Vaishak Belle, Ioannis Papantonis. Principles and Practice of Explainable Machine Learning. 2020.



Неинтерпретируемые модели ML

12Vaishak Belle, Ioannis Papantonis. Principles and Practice of Explainable Machine Learning. 2020.

+ качество, как правило, лучше, чем у интерпретируемых моделей

− невозможно понять, правильно ли работает этот «чёрный ящик»

− невозможно объяснить предсказания на конкретных объектах
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Модели искусственных нейронных сетей 

14

На каждом слое сети вектор объекта преобразуется в новый вектор

Каждое преобразование (нейрон) – взвешенная сумма признаков 

Веса 𝑤 являются обучаемыми параметрами модели



Глубокие нейронные сети (Deep Learning, DL)

Вход: сложно структурированные «сырые» данные объектов

Выход: векторные представления объектов и ответы

Примеры сложно структурированных объектов: 
тексты, изображения, видео, временные ряды, транзакции, графы, ...

Deep Learning – это 
всего лишь обучаемая 

векторизация 
сложных объектов
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Глубокие свёрточные нейронные сети 
для классификации изображений
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Роль больших данных

ImageNet: открытая выборка 14M изображений, 20К категорий

Старт в 2009 г.     Человеческий уровень ошибок 5% пройден в 2015 г.
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Нейронные сети для синтеза объектов 

Вход: сложно структурированные объекты

Выход: сложно структурированные ответы

Примеры: синтез изображений, перенос стиля, машинный перевод, 
суммаризация текстов, распознавание и синтез речи 

Модели: seq2seq, CNN, RNN, LSTM, GAN, BERT, GPT-3 и др.
18
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Синтез изображений и видео

19Caroline Chan, Shiry Ginosar, Tinghui Zhou, Alexei A. Efros. Everybody Dance Now. ICCV-2019.



Машинное обучение – это оптимизация
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𝑥 – вектор объекта обучающей выборки

𝑤 – параметры модели

Loss(𝑥, 𝑤) – функция потерь 

𝑄 𝑤 – критерий качества модели

Задача на этапе обучения модели:

𝑄 𝑤 = ෍

𝑥

Loss(𝑥, 𝑤) → min

Способ решения – численные методы оптимизации



Переобучение – основная трудность ML

Причина переобучения – избыточная сложность модели

• Внутренние критерии: 
для оптимизации параметров модели

• Внешние критерии:
для оценивания обобщающей способности
модели и контроля переобучения
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Восстановление регрессии (regression)

22

𝑥 – вектор объекта обучающей выборки,  𝑦 – числовой ответ 

𝑎(𝑥, 𝑤) – модель регрессии с параметрами 𝑤

Например, 𝑎 𝑥, 𝑤 = σ𝑗𝑤𝑗𝑥𝑗 — линейная модель регрессии

Loss 𝑥, 𝑤 = 𝑎 𝑥,𝑤 − 𝑦 2 – квадратичная функция потерь 

-5 -4 -3 -2 -1 0 1 2 3 4 5

0

1

2

3

4

квадратичная  робастные

-5 -4 -3 -2 -1 0 1 2 3 4 5

0

1

2

3

4

абсолютная квантильная SVM

невязка
(error)

потеря
(loss)



Классификация (classification)
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𝑥 – вектор объекта обучающей выборки,  𝑦 – ответ (+1 или −1)

𝑎(𝑥, 𝑤) – модель классификации с параметрами 𝑤

Например, 𝑎 𝑥, 𝑤 = sign σ𝑗𝑤𝑗𝑥𝑗 — линейная модель

Loss 𝑥, 𝑤 = max 0, 1 − 𝑦σ𝑗𝑤𝑗𝑥𝑗 – функция потерь hinge
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Кластеризация (clustering)

24

𝑥 – вектор объекта обучающей выборки,   ответов не дано

𝑎(𝑥, 𝑤) – ближайший к 𝑥 центр кластера

𝑤 = {𝑐1, … , 𝑐𝐾} – векторы центров всех кластеров 

Loss 𝑥, 𝑤 = min
𝑘

𝑥 − 𝑐𝑘 – расстояние до ближайшего кластера



Ранжирование (learning to rank)
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𝑥 – вектор пары «запрос-документ»,  𝑦 – оценка релевантности

𝑎(𝑥, 𝑤) – модель ранжирования документов по запросу, параметр 𝑤

Например, 𝑎 𝑥, 𝑤 = σ𝑗𝑤𝑗𝑥𝑗 — линейная модель

Loss 𝑥, 𝑥′, 𝑤 = max 0, 1 − 𝑦 > 𝑦′ 𝑎 𝑥, 𝑤 − 𝑎 𝑥′, 𝑤 – ф.потерь



Векторизация объектов (autoencoders)
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𝑥 – вектор объекта обучающей выборки,  ответов не дано

𝑧 = 𝑓(𝑥, 𝑤) – модель кодирования 𝑥 в векторное представление 𝑧

𝑥′ = 𝑔(𝑧,𝑤) – модель декодирования 𝑧 в реконструкцию 𝑥′

Loss 𝑥, 𝑤 = 𝑥′(𝑤) − 𝑥 – точность реконструкции объекта



Векторизация графов (graph embeddings)
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𝑥; (𝑥, 𝑥′) – данные об объектах и взаимодействиях между объектами 

𝑧 = 𝑓(𝑥, 𝑤) – модель кодирования 𝑥 в векторное представление 𝑧

𝑥′ = 𝑔(𝑧,𝑤) – модель декодирования 𝑧 в реконструкцию 𝑥′

Loss 𝑥, 𝑤 = 𝑥′(𝑤) − 𝑥 + 𝜏𝐿SUP 𝑥, 𝑤𝑆 – сумма двух критериев

T.Mikolov et al. Efficient estimation of word representations in vector space, 2013.
I.Chami et al. Machine learning on graphs: a model and comprehensive taxonomy. 2020.



Перенос обучения (transfer learning) 
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𝑓(𝑥, 𝑤) – часть модели, универсальная для широкого класса задач

𝑔(𝑥,𝑤′) – часть модели, специфичная для своей задачи

min
𝑤,𝑤′

: σ𝑥 Loss1 𝑓(𝑥,𝑤), 𝑔1(𝑥, 𝑤′) – обучение по большим данным

min
𝑤′

σ𝑥′ Loss2 𝑓(𝑥′, 𝑤), 𝑔2(𝑥′, 𝑤′) – обучение по своим данным

Sinno Jialin Pan, Qiang Yang. 
A Survey on Transfer 
Learning. 2009



Многозадачное обучение (multi-task learning) 
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𝑓(𝑥, 𝑤) – часть модели, универсальная для всех задач

𝑔𝑡(𝑥, 𝑤𝑡
′) – часть модели, специфичная для t-й задачи 

min
𝑤,𝑤𝑡

′
: σ𝑡σ𝑥 Loss𝑡 𝑓(𝑥, 𝑤), 𝑔𝑡(𝑥, 𝑤𝑡

′) – обучение по всем задачам

M.Crawshaw. Multi-task learning with deep 
neural networks: a survey. 2020

Y.Wang et al. Generalizing from a few examples: 
a survey on few-shot learning. 2020



Самостоятельное обучение (self-supervised) 

30

Модель векторизации 𝑧 = 𝑓(𝑥, 𝑤) обучается предсказывать 
взаимное расположение пар фрагментов одного изображения

Преимущество: сеть 
выучивает векторные 
представления объектов 
без размеченной 
обучающей выборки



Обучение с привилегированной информацией

31

𝑔(𝑥, 𝑥∗, 𝑤′) – модель-учитель, имеет доступ к 𝑥∗

𝑓(𝑥, 𝑤) – модель-ученик, учится повторять ошибки учителя

min
𝑤,𝑤′

σ𝑥 Loss 𝑓(𝑥,𝑤), 𝑦 + Loss 𝑔 𝑥, 𝑥∗, 𝑤′ , 𝑦 + Loss 𝑓(𝑥, 𝑤), 𝑔(𝑥, 𝑥∗, 𝑤′)

V.Vapnik, A.Vashist. A new learning 
paradigm: Learning Using Privileged 
Information. 2009

D.Lopez-Paz, L.Bottou, B.Scholkopf, 
V.Vapnik. Unifying distillation and 
privileged information. 2016



Генеративная состязательная сеть (GAN)

32

𝑥 = 𝑔(𝑧, 𝑤) – модель генерации реалистичного объекты 𝑥 из шума 𝑧

𝑓(𝑥, 𝑤′) – модель классификации 𝑥 «реальный/сгенерированный»

min
𝑤

max
𝑤′

σ𝑥 ln 𝑓 𝑥, 𝑤′ + ln 1 − 𝑓 𝑔(𝑧, 𝑤), 𝑤′ – совместное обучение

Antonia Creswell et al. Generative 
Adversarial Networks: an overview. 2017.

Zhengwei Wang et al. Generative 
Adversarial Networks: a survey and 
taxonomy. 2019.

Chris Nicholson. A Beginner's Guide to 
Generative Adversarial Networks. 2019.



Задачи и методы машинного обучения
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Избегайте пользоваться чужими шпаргалками!

34
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Особенности реальных данных

В реальных приложениях данные бывают …

• разнородные (признаки измерены в разных шкалах)

• неполные (признаки измерены не все, имеются пропуски)

• неточные (признаки измерены с погрешностями)

• противоречивые (объекты одинаковые, ответы разные)

• избыточные (сверхбольшие, не помещаются в память)

• недостаточные (объектов меньше, чем признаков)

• неструктурированные (нет признаковых описаний)

• «грязные» (ошибочные, грубо не соответствующие истине) 
36

но только не 
с грязными 

данными! 


со всем этим 
можно 

работать 
☺



Необходимые условия применения ИИ

• Полнота, чистота, достоверность данных
• Автоматизация и цифровизация процессов, порождающих данные

• Контроль качества данных (цифровой двойник или «цифровое чучело»?)

• Трудовая и технологическая дисциплина при работе с данными

• Культура постановки задач
• Предметная экспертиза вместо «абстрактной веры во всемогущий ИИ»

• Понимание целей анализа и их формализация в критериях качества

• Готовность пилотировать новые технологии (кто на деле «data-driven»?)

• Культура анализа данных
• Владение средствами визуализации и понимания данных

• Грамотный и тщательный анализ ошибок при выборе моделей

• Умение находить «простые но гениальные» решения
37



Этапы решения задач ML/DS/AI
CRISP-DM: CRoss Industry Standard Process for Data Mining (1999)

• понимание прикладной задачи

• понимание данных

• предобработка данных

• инженерия признаков

• построение моделей

• оптимизация параметров

• контроль переобучения

• (кросс-)валидация решения

• внедрение и эксплуатация

38



Рынок труда в области анализа данных

Инженер по данным (Data Engineer)
• Понимает бизнес-процессы, порождающие данные

• Работает с данными в различных форматах

• Визуализирует, понимает, очищает, готовит данные

Иccледователь данных (Data Scientist)
• Моделирует, строит признаки (feature engineering)

• Выбирает модели и методы, оценивает решения

• Ходит по кругу CRISP-DM 

Менеджер проектов по анализу данных
• Организует бизнес-процессы сбора и очистки данных

• Видит бизнес задачи и формализует их в терминах «Дано-Найти-Критерий»

• Организует открытые конкурсы и пилотные проекты

• Реалистично оценивает сложность задач и трудозатраты
39



Сухой остаток

• ИИ = Имитация Интеллекта

• ИИ = Машинное Обучение + устаревшие или нишевые методы

• Машинное Обучение = разновидность математ. моделирования

• Методы ИИ = методы аппроксимации и численной оптимизации

• Прорыв в ИИ = оптимизация в пространствах большой размерности

• Глубокие нейронные сети = автоматическая векторизация объектов

• Формализация задачи и чистота данных важнее методов

• Знания прикладной области ценнее навыков обучения нейросетей

40
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