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Stochastic Backpropogation

Задача оптимизации в моделях с латентными переменными:

max
θ

Eq(ξ|θ)[f (ξ)]

Пример:

log p(v , θr , θg ) = log
∑
h

q(h|θr ) log p(v |h, θg )

= Eq(h|θr )[log p(v |h, θg )]

Проблема:
∇θ Eq(ξ|θ)[f (ξ)]−?
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Likelihood Maximization

log p(v) =
∑
h

log p(v)q(h)

=
∑
h

q(h) log p(v,h)−
∑
h

q(h) log p(h|v)

=
∑
h

q(h) log
p(v,h)
q(h)

−
∑
h

q(h) log
p(h|v)
q(h)

= L(q) + KL (q||p)

=
∑
h

log p(v,h)q(h) +H(q) + KL (q||p)



Gaussian Backpropogation

∇θ Eq(ξ|θ)[f (ξ)]−?

Предположим, что q — N (ξ|µ,C), тогда

∇µi EN (ξ|µ,C)[f (ξ)] = EN (ξ|µ,C)[∇ξi f (ξ)]

∇Ci,j EN (ξ|µ,C)[f (ξ)] =
1
2
EN (ξ|µ,C)[∇2

ξi ,ξj
f (ξ)]

Если µ и C зависят от параметра θ, то

∇θ EN (ξ|µ,C)[f (ξ)] = EN (ξ|µ,C)

[
gT ∂µ

∂θ
+

1
2
Tr
(
H
∂C

∂θ

)]
,

где g — градиент f (ξ), H — гессиан f (ξ).
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Gaussian Backpropogation

∇µi EN (ξ|µ,C)[f (ξ)] =
∫
∇µi N (ξ|µ,C)f (ξ)dξ

= −
∫
∇ξi N (ξ|µ,C)f (ξ)dξ

= −
[∫
N (ξ|µ,C)f (ξ)dξ¬i

]ξi=+∞

ξi=−∞

+

∫
N (ξ|µ,C)∇ξi f (xi)dξ

= EN (ξ|µ,C)[∇ξi f (ξ)]

∇µi N (ξ|µ,C) = −∇ξi N (ξ|µ,C)

∇Ci,j N (ξ|µ,C) =
1
2
∇ξi ,ξj N (ξ|µ,C)



Stochastic Backpropogation

Какие рапсределния q можно использовать?
Два требования:
• ∇θp(x |θ) = ∇xp(x |θ)B(x , θ);
• p(x , θ) = 0 на границах области определения x .

Экспоненциальное семейство:

p(x |θ) = h(x) exp(η(θ)Tφ(x)− A(θ))

B(x , θ) =
∇θη(θ)φ(x)−∇thetaA(θ)
∇x log h(x) + η(θ)T∇xφ(x)



Преобразование координат

ξ ∼ N (µ,C)

ξ = µ+Rε, где ε ∼ N (0, I) и C = RRT

∇R EN (ξ|µ,C)[f (ξ)] = ∇R EN (ε|0,I)[f (µ+Rε)]

= EN (ε|0,I)[εg
T ],

где g — градиент f в точке µ+Rε.



Deep Latent Gaussian Model

ξl ∼ N (ξ|0, I), l = 1, . . . , L;
hL = GLξL

hl = Tl (hl+1) +Glξl , l = 1, . . . , L;
v ∼ π(v |T0(hl ))

Tl — многослойный персептрон;
Gl — матрица.

Параметры генеративной части θg — ({Gl}Kl=1, {Tl}Ll=1)
Априорное распределение на параметры:
p(θg ) = N (θ|0, κI)



Deep latent Gaussian Model

Совместное распределние можно записать
двумя эквивалентными способами:

p(v,h)=p(v|h1,θ
g )p(hL|θg )p(θg )

L−1∏
l=1

p(hl |hl+1,θ
g ),

где p(hl |hl+1,θ
g ) = N (hl |Tl (hl+1),GlG

T
l )

p(v, ξ)=p(v|h1(ξ1,...,L),θ
g )p(θg )

L∏
l=1

N (ξl |0, I)



Lower bound on the marginal likelihood

V — датасет.
V = {vn}Nn=1, где vn = (vn,1, . . . , vn,D)

−L(V ) = − log
∫

p(V |ξ,θg )p(ξ,θg )

= −log
∫

q(ξ)
q(ξ)

p(V |ξ,θg )p(ξ,θg )

≤ F(V ) = KL[q(ξ)‖p(ξ)]− Eq(ξ)[log p(V |ξ,θg )p(θg )]



Approximate posterior

q(ξ|v) — распознающая часть модели.

q(ξ|V ,θr ) =
N∏

n=1

L∏
l=1

N (ξn,l |µl (vn),Cl (vn)),

где µl (·) и Cl (·) — функции, представленные глубинными
нейросетями. Будем обозначать параметры распределния q
— θr .



Lower bound of marginal likelihood

KL[N (µ,C)‖N (0, I)]=
1
2
(
Tr(C) + ‖µ‖2 − k − log |C|

)

F(V ) = KL[q(ξ)‖p(ξ)]− Eq(ξ)[log p(V |ξ,θg )p(θg )]

=
1
2

∑
n,l

[
Tr(Cn,l ) + ‖µn,l‖2 − kl − log |Cn,l|

]
−
∑
n

Eq(ξ|vn) [log p(vn|h(ξ))] +
1
2κ
‖θg‖2



Gradient of lower bound

F(V ) =
1
2

∑
n,l

[
Tr(Cn,l ) + ‖µn,l‖2 − kl − log |Cn,l|

]
−
∑
n

Eq(ξ|vn) [log p(vn|h(ξ))] +
1
2κ
‖θg‖2

∇θgj F(v) = −Eq

[
∇θgj log p(v|h)

]
+

1
κ
θg
j



Gradient of lower bound

F(V ) =
1
2

∑
n,l

[
Tr(Cn,l ) + ‖µn,l‖2 − kl − log |Cn,l|

]
−
∑
n

Eq(ξ|vn) [log p(vn|h(ξ))] +
1
2κ
‖θg‖2

∇µlF(v) = −Eq
[
∇ξl log p(v|h(ξ))

]
+ µl



Gradient of lower bound

F(V ) =
1
2

∑
n,l

[
Tr(Cn,l ) + ‖µn,l‖2 − kl − log |Cn,l|

]
−
∑
n

Eq(ξ|vn) [log p(vn|h(ξ))] +
1
2κ
‖θg‖2

Cl = RlR
T
l

∇Rl,i,jF(v) = −Eq
[
εl ,j∇ξl,i log p(v|h(ξ))

]
+

1
2
∇Rl,i,j [TrCl − log |Cl |]



Gradient of lower bound

F(V ) =
1
2

∑
n,l

[
Tr(Cn,l ) + ‖µn,l‖2 − kl − log |Cn,l|

]
−
∑
n

Eq(ξ|vn) [log p(vn|h(ξ))] +
1
2κ
‖θg‖2

∇θrF(v) = ∇µF(v)T
∂µ

∂θr + Tr
(
∇RF(v)

∂R

∂θr

)



Алгоритм обучения

1: while hasNotConverged() do
2: V ← getMiniBatch()
3: ξn ∼ q(ξn|vn)
4: h← h(ξ)
5: 4θg ,r ← calcGradients()
6: θg ,r ← θg ,r +4θg ,r

7: end while



Sampling from model



Imputation problem



Probability of MNIST test set


