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Содержание предыдущих лекций
Выбор априорного распределения. Распределение Джефриса.
EM-алгоритм. Использование EM-алгоритма для отбора признаков в
байесовской линейной регрессии.
Вариационный ЕМ-алгоритм и его использование для вывода в
смеси моделей линейной регрессии.
Гамильтоновы методы Монте-Карло.
Ориентированные графические модели и их представление plate
notation. Критерий условной независимости d-separation.
Неориентированные графические модели и их связь с
ориентированными.
Факторные графы и алгоритм Sum-Product для вывода в
ациклических графических моделях.
Скрытые марковские модели (СММ) и алгоритм Витерби. Алгоритм
Max-Sum как обобщение алгоритма Витерби.
Алгоритм Баума-Велча для определения параметров СММ.
Алгоритмы на основе разрезов графов. Алгоритм α – расширение.
Алгоритм TRW для приближенного вывода в циклических
графических моделях с общей энергией.
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Вывод в графических моделях

x1 x2 . . . xN−1 xN

y1 y2 . . . yN−1 yN

p(x, y) = p(x1)
N
∏

i=2

p(xi|xi−1)
N
∏

i=1

p(yi|xi).

Пусть xi ∈ [K], A = ‖aij‖ = ‖P(xl = j|xl−1 = i)‖, πk = P(x1 = k).

p(x, y|A, π, B) = p(x1|π)
N
∏

i=2

p(xi|xi−1, A)

N
∏

i=1

p(yi|xi, B).

Задачи:

p(xi|y, Θ) – алгоритм Sum-Product;
p(xC |y, Θ) – алгоритм Sum-Product;
p(x|y, Θ) → max

x
– алгоритм Витерби / Max-Sum / Graph-Cut /

α – расширение / TRW;
p(x|y, Θ) – сэмплирование;
p(y|Θ) → max

Θ
– алгоритм Баума-Велча.
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Обучение параметров графических моделей

p(y|Θ) → max
Θ
, p(x, y|Θ) =

1

Z

∏

i

ψi(xi, yi|Θi).

Вопрос: Как обучить структуру графической модели?

a f

e b

gc

a f

e b

gc

a f

e b

gc

p(a, b, c, e, f, g) =
1

Z1
ψafe(a, f, e)ψec(e, c)ψeg(e, g)ψbg(b, g)ψbf (b, f);

p(a, b, c, e, f, g) =
1

Z2
ψae(a, e)ψfe(f, e)ψce(c, e)ψbg(b, g);

p(a, b, c, e, f, g) =
1

Z3
ψafec(a, f, e, c)ψefbg(e, f, b, g);
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Пример: Обучение структуры ГМ

Пусть y = [y1, , . . . , yK ]
T
, yi ∈ R

D.

p(y) =
1

Z
exp(−E(y)), E(y) = −

1

2
yTΩy = −

1

2

K
∑

k, l=1

y
T

kΩklyl.

Ωkl = O ⇐⇒ yk, yl – условно независимы при условии остальных
переменных.
Идея: Ввести априорное распределение на Ω,
p(Ω) ∝ I[Ω > 0] exp(−λ‖Ω‖1).

log p(y, Ω) ∝ − log I[Ω > 0]−λ‖Ω‖1 +
m

2
log detΩ−

1

2
tr



Ω

m
∑

j=1

yjyjT



.

log p(Ω|y, λ) ∝ log p(y, Ω) → max
Ω

.

Вопрос 1: Как изменить p(Ω), чтобы убрать разреживание структуры
внутри компонент одной переменной yk?
Вопрос 2: Как обобщить обучение структуры на случай с
ненаблюдаемыми переменными?
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Оценка гиперпараметров ориентированной ГМ

p(y|Θ) → max
Θ
, p(x, y|Θ) =

d
∏

i=1

p(xi / yi|Pai, Θi).

Пусть все переменные наблюдаемые, то есть x = ∅.
Вопрос 1: Что изменилось по отношению к общему случаю?

log p(y|Θ) =
∑

i

log p(yi|Pai, Θi) → max
Θ

.

Вопрос 2: Что можно сказать про задачу, если Θi – непересекающиеся
во всех факторах?
Вопрос 3: Пусть yi ∈ [K], Pai ∈ [L]. Тогда Θkl

i = P(yi = k|Pai = l). Что
получим для Θkl

i ?
Вопрос 4: Что делать, если x 6= ∅?
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Оценка гиперпараметров ориентированной ГМ 2

p(y|Θ) → max
Θ
, p(x, y|Θ) =

d
∏

i=1

p(xi / yi|Pai, Θi).

p(y|Θ) =

∫ d
∏

i=1

p(xi / yi|Pai, Θi)dx → max
Θ

.

Идея: Используем ЕМ-алгоритм для поиска гиперпараметров Θ.

Введем F (q, Θ) = −

∫

q(x) log q(x)dx +

∫

q(x) log p(y, x|Θ)dx =

log p(y|Θ)−DKL(q‖p(x|y, Θ)) → max
q,Θ

.

E-шаг. q(x) = argmin
q∈Q

DKL(q||p(x|y, Θ)).

M-шаг.

m
∑

j=1

d
∑

i=1

Eq(x) log p(x
j
i / y

j
i |Pa

j
i , Θi) → max

Θ
.

Вопрос: Что достаточно знать о q(x) для проведения М-шага?
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Пример: Оценка параметров СММ

x1 x2 . . . xN−1 xN

y1 y2 . . . yN−1 yN

Задача: p(y|A, B, π) → max
A,B, π

, где B = (m, σ2).

p(y, z|A, B, π) =
K
∏

k=1

πz1kk

N
∏

i=2

K
∏

k=1

K
∏

l=1

a
zi−1, kzil
kl

N
∏

i=1

K
∏

k=1

N (yi|mk, σ
2
k)

zik .

log p(y, z|A, B, π) =
K
∑

k=1

z1k log πk +
N
∑

i=2

K
∑

k=1

K
∑

l=1

zi−1, kzil log akl +

N
∑

i=1

K
∑

k=1

zik

(

−
1

2
log σ2k −

1

2σ2k
(yi −mk)

2

)

.

E-шаг: q(Z) = p(Z|y, A, B, π).
М-шаг: Eq log p(y, z|A, B, π) → max

A,B, π
.
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Пример: Оценка параметров СММ 2 (М-шаг)

Eq log p(y, z|A, B, π) =
K
∑

k=1

Ez1k log πk +

N
∑

i=2

K
∑

k=1

K
∑

l=1

Ezi−1, kzil log akl +

N
∑

i=1

K
∑

k=1

Ezik

(

−
1

2
log σ2k −

1

2σ2k
(yi −mk)

2

)

.

Eq log p(y, z|A, B, π) → max
A,B, π

.

πk = Ez1k, akl ∝
N
∑

i=2

Ezi−1, kzil;

mk =

∑N
i=1 Ezikyi

∑N
i=1 Ezik

, σ2k =

∑N
i=1 Ezik(yi −mk)

2

∑N
i=1 Ezik

.

Вопрос: Что требуется знать про q(Z), чтобы осуществить М-шаг?
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Оценка параметров неориентированной ГМ

p(y|Θ) → max
Θ
, p(x, y|Θ) =

1

Z

∏

i

ψi(xi, yi|Θi).

Вопрос: Пусть все переменные наблюдаемые x = ∅;
пусть дополнительно все параметры Θi в разных факторах независимы.

Верно ли Θ∗

i = argmax
Θi

m
∑

j=1

logψi(y
j
i |Θi)?

Пусть все переменные наблюдаемые x = ∅.

log p(y1, . . . , ym|Θ) =
m
∑

j=1

∑

i

logψi(y
j
i |Θi)−m logZ(Θ) → max

Θ
.

∇Θ log p(y1, . . . , ym|Θ) =

m
∑

j=1

∑

i

∇Θ logψi(y
j
i |Θi)−m∇Θ logZ(Θ).

Идея: Оценить ∇Θ logZ(Θ) и построить градиентный алгоритм
максимизации log p(y1, . . . , ym|Θ) по Θ, например:
Θn+1 = Θn + λ∇Θ log p(y1, . . . , ym|Θn).
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Оценка Z(Θ): Importance Sampling

p(y|Θ) =
1

Z(Θ)
p̃(y|Θ), Z(Θ) =

∫

p̃(y|Θ)dy.

Пусть p0(y) – некоторое предложное распределение.

Z =

∫

p0(y)

p0(y)
p̃(y)dy =

∫

p0(y)
p̃(y)

1
Z0
p̃0(y)

dy = Z0

∫

p0(y)
p̃(y)

p̃0(y)
dy.

Выборочная оценка: Ẑ =
Z0

K

K
∑

k=1

p̃(yk)

p̃0(yk)
, yk ∼ p0.

Вопрос 1: Чем отличаются выборочные оценки Ẑ, построенные для
разных (p0(y), Z0)?

DẐ =
Z0

K2

K
∑

k=1

(

p̃(yk)

p̃0(yk)
− Ẑ

)2

.

Вопрос 2: Как зависит дисперсия оценки DẐ от количества сэмплов K?
Замечание: Схема эффективна, если p0(y) ≈ p(y).
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Оценка Z(Θ): Bridge Sampling

p(y|Θ) =
1

Z(Θ)
p̃(y|Θ), Z(Θ) =

∫

p̃(y|Θ)dy.

Пусть p0(y) – некоторое предложное распределение, а
p∗(y) – интерполируещее распределение между p0 и p.

Ẑ∗ =
Z0

K

K
∑

k=1

p̃∗(y
0
k)

p̃0(y0
k)
, y0

k ∼ p0; Ẑ∗ =
Z

K

K
∑

k=1

p̃∗(yk)

p̃(yk)
, yk ∼ p.

Z

Z0
≈

K
∑

k=1

p̃∗(y
0
k)

p̃0(y0
k)
/

K
∑

k=1

p̃∗(yk)

p̃(yk)
.

Вопрос 1: Пусть p0 и p∗ заданы. Что дополнительно требуется в Bridge
Sampling против Importance Sampling с p0?
Вопрос 2: Как выбрать p∗?

popt
∗

∝
p̃0(y)p̃(y)

Z
Z0
p̃0(y) + p̃(y)

– зависит от Z!

Идея: Итеративно обновлять
Z

Z0
и p∗.
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Оценка параметров неориентированной ГМ 2

p(y|Θ) → max
Θ
, p(x, y|Θ) =

1

Z

∏

i

ψi(xi, yi|Θi).

Пусть теперь есть ненаблюдаемые переменные, то есть x 6= ∅.

p(y|Θ) =
1

Z(Θ)

∫ d
∏

i=1

ψi(xi, yi|Θi)dx → max
Θ

.

Идея: Используем ЕМ-алгоритм для поиска гиперпараметров Θ.

Введем F (q, Θ) = −

∫

q(x) log q(x)dx +

∫

q(x) log p(y, x|Θ)dx =

log p(y|Θ)−DKL(q‖p(x|y, Θ)) → max
q,Θ

.

E-шаг. q(x) = argmin
q∈Q

DKL(q||p(x|y, Θ)).

M-шаг. −m logZ(Θ) +

m
∑

j=1

d
∑

i=1

Eq(x) logψi(x
j
i , y

j
i |Θi) → max

Θ
.

Идея: На Е-шаге, сэмплировать x ∼ p(x|y, Θn).
На М-шаге - градиентный шаг в направлении увеличения F (q, Θ).
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Пример: Restricted Boltzmann Machine

h1 h2 h3 h4

v1 v2 v3

E(v, h) = −b
T
v − c

T
h− v

T
Wh, vi, hj ∈ {0, 1}.

p(v|Θ) = p(v|b, c, W) =
1

Z(b, c, W)

∫

exp(−E(v, h))dh → max
b, c,W

.

Е-шаг: h1, . . . , hK ∼ p(h|v, bn, cn, Wn);

p(h|v) =
∏

j

p(hj |v), P (hj = 1|v) = σ(cj + v
T
wj), W = [w1, . . . , wH ].

М-шаг:

g(b, c, W) = −K logZ(b, c, W) + c
T

K
∑

l=1

hl + v
T
W

K
∑

l=1

hl → max
b, c,W

.

∂g(b, c, W)

∂wij

= −K
∂ logZ(bn, cn, Wn)

∂wij

+ vihj .

Свойство: ∇Θ logZ(Θ) = E(v, h)∼p(v, h)∇Θ log p̃(v, h|Θ).
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